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Ersatzwertbildung fiir stationire Verkehrsdetektoren

A Replacement Value Procedure for Stationary Traffic
Detectors
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Zusammenfassung: Die korrekte und vollstindige Erfassung von Verkehrsdaten stellt eine wichtige
Grundlage zur Uberwachung und Steuerung von Verkehrsstromen dar. Damit es auch bei Fehlfunktio-
nen und Ausfillen einer Verkehrsmesstechnik nicht zu Stérungen im Betrieb abhédngiger Systeme
kommt, werden Ersatzwertverfahren eingesetzt. In diesem Beitrag wird ein clusterbasiertes Verfahren
fiir die Ersatzwertbildung von Verkehrszdhlungen stationdrer Verkehrsdetektoren vorgeschlagen. Da-
bei werden sowohl statistische Merkmalsauspragungen als auch rdumliche Aspekte beriicksichtigt. Die
absolute Hohe sowie die zeitliche Dynamik der Verkehrszidhlungen konnten mit hoher Genauigkeit aus
Ersatzwerten gebildet werden.

Schliisselworter: Verkehrsdetektion, Ersatzwertbildung, Datenqualitét

Abstract: The correct and complete recording of traffic counts constitutes an important basis for con-
trolling and monitoring traffic flows. To avoid disruptions of dependent systems during malfunctions
or failures of measuring equipment, replacement value procedures are applied. In this paper, a cluster-
based approach for identifying adequate replacement values for traffic counts from stationary traffic
detectors is introduced. Statistical and spatial aspects are considered in the approach. Both absolute
values as well as temporal dynamics of traffic counts could be determined with high accuracy.

Keywords: Traffic detection, replacement values, traffic data quality

1 Motivation und Stand der Technik

Zunehmende Verkehrsmengen fiihren immer hiufiger zur Uberlastung der vorhandenen Ver-
kehrsinfrastruktur. Dies ist insbesondere zu Spitzenzeiten entlang wichtiger Verkehrsachsen
und in dicht verbauten, urbanen Rdumen der Fall. Dadurch entstehen Zeitverluste, verstirkte
verkehrsbedingte Emissionen und hohe volkswirtschaftliche Kosten (Schrank et al., 2012).

Die Uberwachung und Steuerung von Verkehrsstromen kénnen dazu beitragen, den Verkehr
effizienter zu lenken und Uberlastungen zu verhindern oder abzuschwiichen (Otterstitter,
2013). Eine entsprechende Datengrundlage wird haufig aus stationdren Detektormessungen
erzeugt. Dabei wird die Anzahl der Fahrzeuge, die iiber einen Messzeitraum hinweg einen
StraBenquerschnitt durchfahren, gemessen. Abhiangig vom Messgerit werden unter Umstén-
den auch weitere Daten erfasst, wie etwa Fahrzeugklassen oder Geschwindigkeiten (Frohlich
et al., 2018).

Eine zumindest temporér falsche oder fehlende Datenerfassung bzw. -libertragung von Ver-
kehrsdetektoren kann jedoch zu fehlerhaften Informationen fithren. Dadurch kann beispiels-
weise die korrekte Funktion von Verkehrsbeeinflussungsanlagen beeintréchtigt sein. In sol-
chen Féllen wird daher haufig auf Ersatzwerte zuriickgegriffen (Lehnhoff, 2005).
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Fiir die Bildung von Ersatzwerten in Zeitreihen steht eine gro3e Bandbreite statistischer Ver-
fahren zur Verfligung. Diese lassen sich unterscheiden in Algorithmen, welche alleine die
zeitliche Dimension beriicksichtigen (Chang & Ge, 2011) oder raumzeitliche Aspekte mit
einbeziehen (Bae et al., 2018). Des Weiteren kann eine Untergliederung in selbstlernende
Verfahren — wie die in diesem Artikel vorgestellte Cluster-Analyse — und Algorithmen zur
iiberwachten Ersatzwertbildung vorgenommen werden. Grundannahme bei allen Verfahren
ist, dass Ersatzwerte unter Verwendung einer stochastischen Verteilung aus der Grundge-
samtheit aller vorliegenden Werte der betrachteten Grofle abgeleitet werden konnen (Don-
ders et al., 2006). Exemplarisch fiir solcherlei Verfahren sind Autoregressions- und Moving
Average Modelle (Park et al., 2007), sowie nicht-parametrische Verfahren wie die Cluster-
Analyse (Zhang et al., 2008).

Tang et al. (2015) konnten zeigen, dass clusterbasierte Algorithmen gegeniiber anderen Ver-
fahren — etwa Autoregressions-Ansétzen — zu einer héheren Genauigkeit bei der Ersatzwert-
bildung fithren kénnen, da nichtlineare Eigenschaften von Verkehrsdaten abgebildet werden.
Der in dieser Arbeit verwendete Fuzzy-C-Means Clustering (FCM) Algorithmus (Bezdek et
al., 1981; Bezdek et al., 1984; Cannon et al., 1986) unterscheidet sich von deterministischen
Cluster-Verfahren — etwa dem k-Means-Clustering — durch die Verwendung von Zugehdrig-
keitswahrscheinlichkeiten, die Riickschliisse auf die Stabilitdt der Clusterung und deren Un-
sicherheiten geben. Somit kann neben dem Erzielen einer hohen Genauigkeit die statistische
Stabilitédt der Ersatzwertbildung erfasst werden. Aufgrund dessen erscheint der FCM-Ansatz
als geeignete Methode der Ersatzwertbildung.

2  Methode

2.1 Ersatzwertbildung fiir stationiire Verkehrsdetektoren

Die von den einzelnen Detektoren gemessenen Rohdaten werden zunichst auf Vollstdndig-
keit und Plausibilitit gepriift, um Datenliicken zu erkennen und unrealistische Werte zu iden-
tifizieren. Bei der Plausibilisierung werden die Rohdaten sowohl automatisiert gegen einen
Konfidenzbereich getestet als auch manuell iiberpriift. Unplausible Werte werden aus der
Gesamtheit der Messungen entfernt und folglich wie Fehlwerte behandelt. Die daraus resul-
tierenden unvollstidndigen Zeitserien bilden die Ausgangsdatenbasis fiir die Clusterung.

Vor der eigentlichen Clusterung erfolgt eine Vorgruppierung der Daten durch die Verwen-
dung von Vorwissen und unter Beriicksichtigung der verwendeten Detektortechnik, da je
nach Messgerit die Daten in unterschiedlicher Granularitdt vorliegen. Im Falle von Verkehrs-
daten ist bekannt, dass sich das Verkehrsaufkommen an Werktagen von dem an Wochenen-
den unterscheidet. Selbiges gilt fiir Urlaubszeiten. Zudem kénnen Unterscheidungen in ein-
zelne Fahrzeuggruppen (beispielsweise PKW und LKW) getroffen werden, um die Diversitét
des Verkehrsaufkommens in die Analyse aufzunehmen. Die Berechnung von Ersatzwerten
erfolgt folglich nur auf Messdaten einer Gruppe.

Da die Anzahl der Cluster die Qualitét des Ergebnisses ma3geblich beeinflusst, wird die ,,0p-
timale* Anzahl an Clustern mit der sogenannten Ellbow-Methode (Bholowalia & Kumar,
2014) grafisch ermittelt, bei der die durch die Clusterung erklarte Varianz gegen die Anzahl
der Cluster aufgetragen wird. Ziel ist es, einerseits die Anzahl der Cluster so gering wie mog-
lich zu halten und andererseits den Anteil der durch die Clusterung erklédrte Varianz an der
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Gesamtvarianz des Datensatzes zu maximieren. Das Optimum findet sich an dem Punkt im
Ellbow-Plot, an dem die erklédrte Varianz in die Sittigung iibergeht.

Mit der so ermittelten Cluster-Zahl wird die eigentliche Clusterung mit dem Fuzzy-C-Me-
ans(FCM)-Algorithmus durchgefiihrt. Dabei wird der Ausgangsdatensatz (Zeitreihen aller
Detektoren in einem bestimmten Zeitraum) in x Cluster aufgeteilt, wobei die Zuordnung einer
Zeitreihe anhand von Zugehorigkeitswahrscheinlichkeiten erfolgt (Bezdek et al., 1984). Als
Ahnlichkeitskriterium wird die euklidische Distanz der Zeitreihen berechnet. Der Prototyp
eines Clusters ist représentativ fiir alle Zeitreihen, die dem Cluster angehoren (Tan et al.,
2013). Cluster-Prototypen konnen somit als Ersatzwerte verwendet werden.

Der FCM-Algorithmus kann allerdings nicht direkt angewandt werden, da dieser als Input
vollstdndige Datensédtze ohne Fehlwerte erwartet (Hathaway & Bezdek, 2001). Um dieses
Problem zu umgehen wird die Clusterung mit einem iterativen Expectation Maximation
(EM) Ansatz kombiniert, welcher eine statistische Methode zur Abschédtzung der Maximum
Likelihood in Grundgesamtheiten darstellt (Nasser et al., 2006). Die Fehlwerte werden in der
ersten Iteration mittels einem parametrischen Imputationsverfahren (gleitender Mittelwert)
ersetzt und die Clusterung durchgefiihrt. In den folgenden Runden werden die Fehlwerte mit
den Werte des entsprechenden Clusterprototypen imputiert und die Clusterung mit den Pro-
totypen der vorherigen Iteration neu initialisiert. Dies wird n-mal wiederholt, um eine Kon-
vergenz der Clusterung gegen ein globales Optimum zu gewiahrleisten. Die finalen Prototy-
pen werden folglich als Ersatzwerte fiir Datenliicken eingesetzt.

Die Fuzzy-Wahrscheinlichkeiten bieten dariiber hinaus die Moglichkeit, die Stabilitdt der
Clusterung zu bewerten. st beispielsweise bei einer hohen Anzahl von Zeitreihen keine ein-
deutige Zuweisung zu einem Cluster moglich, so kann die Clusterung nochmals neu durch-
gefiihrt und etwa die Anzahl der Iterationen bei der EM-Methode angepasst werden.

Ein schematischer Uberblick iiber die obigen Schritte zur Ersatzwertbildung ist in Abbildung
1 dargestellt.
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2.2 Implementierung in R

Der in 2.1 beschriebene Ablauf wurde in R (Version 3.5.1) implementiert. Die Detektordaten
werden unter Beriicksichtigung der getroffenen Vorgruppierungen aus einer relationalen Da-
tenbank abgefragt. Die FCM-Clusterung erfolgt mittels des ,,ppclust“-Packages (Cebeci et
al., 2018).

2.3 Datengrundlage

Zur Methodenentwicklung wurde jeweils Messdaten aus einem Induktionsschleifengerite
und einem Seitenradargerdt herangezogen, welche entlang von Bundes- und Landesstraflen
in Osterreich lokalisiert sind. Ersatzwerte wurden dabei fiir stiindliche Messintervalle der
Fahrzeuganzahl je Straenquerschnitt ermittelt. Die Messdaten sind dabei nach Zghlstelle,
Fahrtrichtung, Fahrspur und Fahrzeuggruppen geméfl RVS 02.01.12 ,,Stralenverkehrszéh-
lungen* differenziert (FSV, 2015). Je Zahlstelle wurden Daten von Juni 2017 bis Juni 2018
betrachtet.

2.4 Evaluierung der Ergebnisse

Die Evaluierung der Ersatzwertbildung erfolgt mittels einer Fehlerstatistik. Hierbei wird in
einem Zeitraum der Lénge # fiir jeden Messzeitpunkt i (1 <i < n) ein Abgleich zwischen den
Messwerten y; und den durch die Clusterung vorgeschlagenen Ersatzwerten y; durchgefiihrt.
Ermittelt wird jeweils die Wurzel des mittleren quadratischen Fehlers (Root Mean Square
Error, RMSE), dessen Formel in (1) aufgefiihrt ist:

1 n N2
RMSE=\/;Z”(y‘- -3) (1)

Aus (1) wird dartiber hinaus mittels Division des RMSE durch das arithmetische Mittel y

aller Messwerte im Zeitraum der normalisierte RMSE (NRMSFE) abgeleitet, wie in (2) notiert:

RMSE
y

NRMSE = 2)

Zusitzlich erfolgt eine visuelle Beurteilung der Ergebnisse, um zu iiberpriifen, ob die Ersatz-
werte die temporale Charakteristik des Verkehrsaufkommens addquat abbilden konnen.

3  Ergebnisse

3.1 Qualitiit der Ersatzwertbildung

Aufgrund der GroBe der zugrunde liegenden Verkehrsdatenbank erfolgt die Bewertung der
Qualitét der Ersatzwertbildung anhand zweier zufillig ausgewahlter Detektoren a und b, fiir
welche eine Tagesganglinie mit gemessenen und durch die Clusterung vorgeschlagenen Wer-
ten vorliegt (siche Abb. 2). Der RMSE liegt bei 32 Fahrzeugen pro Stunde bei Detektor a
(NRMSE: 27 %) und bei 44 Fahrzeugen pro Stunde bei Detektor b (NRMSE: 31 %).
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Abb. 2: Darstellung der gemessenen Anzahl der Fahrzeuge pro Stunde (Séulen) und die vor-
geschlagenen Ersatzwerte (Linien) mit Fuzzy-Zugehorigkeitswahrscheinlichkeit zu
einem Cluster in Klammern fiir zwei Detektoren a und b fiir einen zufillig ausge-
wihlten Tag

Die ermittelten Fuzzy-Zugehorigkeitswahrscheinlichkeiten von 63.7 % bei Detektor a und
52.9 % bei Detektor b lassen auf eine stabile Zuweisung zu dem entsprechenden Cluster
schlieBen. Wie Abb. 2 zeigt, folgt die Form der Ersatzwertkurve im Falle beider Detektoren
dem Tagesverlauf der Messwerte. Zudem sind die Betrdge der beobachteten Abweichungen
zwischen Mess- und Ersatzwerten in einem vergleichsweisen geringen Bereich. Verkehrs-
spitzen am Mittag und frithen Nachmittag werden bei b unterschitzt, sowie der Verkehr in
den Abendstunden bei beiden Detektoren iiberschitzt.

3.2 Riumliche Aspekte

Es zeigt sich, dass Detektoren, die entlang einer Strafle angeordnet sind, hdufig demselben
Cluster angehoren. Das Clusterverfahren spiegelt somit zu erwartende raumliche Autokorre-
lationen wider. Adjazenz im Stralengraphen kann zudem genutzt werden, die Clusterung
durch Ausnutzung rdumlicher Beziehung weiter zu verbessern. Durch die Verwendung rdum-
licher Cluster als initiale Prototypen konnte in weiterfithrenden Untersuchungen der Fehler
(RMSE und NRMSE) zwischen den vorgeschlagenen Ersatz- und den Messwerten weiter
verringert werden.
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3.3 Laufzeit

Durch die grofle Datenmenge und die Vielzahl an moglichen Untergruppen steigt die Lauf-
zeit des Algorithmus stark an. Dies kann jedoch durch die parallele Berechnung von Ersatz-
werten verschiedener Untergruppen in betriebsarmen Randzeiten (Wochenenden) vermindert
werden. Zudem muss eine Neuberechnung der Ersatzwerte nur in vergleichsweise langen
Zeitintervallen erfolgen, sodass einer einmalig hohen Laufzeit eine lange Verwendungsperi-
ode der Ergebnisse gegeniibersteht.

4 Diskussion

Wie die Ergebnisse aus 3.1 zeigen, ist das vorgestellte Ersatzwertverfahren in der Lage die
Charakteristik des Verkehrsaufkommens aufgeschliisselt nach Fahrzeuggruppen und Tage-
skategorien sowohl in absoluter Hohe der Werte als auch in der temporalen Dynamik darzu-
stellen. Die Verwendung des Cluster-Prototypen als Ersatz fiir fehlende Werte in stationdren
Detektordaten erscheint daher moéglich. Durch die Ermittlung der Clusteranzahl mit der Ell-
bow-Methode und die Verwendung des EM-Verfahrens (2.1) kann der Algorithmus zudem
flexibel mit unterschiedlichen Datengrundlagen umgehen und bedarf keiner Parametrisie-
rung durch den Nutzer.

Problematisch an dem Verfahren ist die je nach GroBe der zu clusternden Daten im Vergleich
zu anderen Imputationsverfahren (etwa Moving Average Imputation) die hohe Laufzeit. Zu-
dem bewirkt die Verwendung von Cluster-Prototypen zwangslaufig eine starke Generalisie-
rung der Ersatzwerte, sodass nur selten auftretende Verkehrsspitzen oder Minima unter Um-
standen nicht adéquat rekonstruiert werden kdnnen. Weiterhin ist die anfangliche Imputation
von Fehlwerten mittels gleitender Mittelwertbildung ein kritischer Punkt, da Extrema das
Ergebnis der Clusterung beeinflussen konnen. Alternativ kann stattdessen der Median ver-
wendet werden.

Das Ergebnis der Clusterung reflektiert topologische Bezichungen der Detektoren (3.2). Wie
in 3.2 beschrieben wurden in einem weiteren Schritt die initialen Clusterprototypen auf Basis
von Adjazenz im Straengraphen ermittelt. Neben einer systematischen Evaluierung der Ver-
anderungen in den Ersatzwerten durch diesen Ansatz ist zu kliren, wie die Granularitdt der
Cluster optimiert werden kann, da durch die Verwendung von Adjazenz-Matrizen in Abhén-
gigkeit vom gewéhlten Nachbarschaftskriterium die Zahl der Cluster sehr schnell ansteigen
kann.

Weiterer Forschungsbedarf besteht des Weiteren in der Frage, welchen Einfluss das verwen-
dete EM-Verfahren auf die Qualitét der Ersatzwertbildung hat und ob in diesem Kontext
andere Ansétze zur Clusterung unvollstindiger Datensitze wie etwa das Partial-Distance-
Verfahren (Hathaway et al., 2001) zu einer hoheren Qualitit der Ersatzwertbildung fithren
konnen. Zu kléren ist ebenfalls, ob die Einbindung weiterer topologischer Information aus
dem Stralengraphen Verbesserungen bewirkt.
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