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1 Einführung

1.1 Motivation

Die heutige Gesell<iChaftwird immer stärker durch die Entwicklung der Rechen-
technik beeinflusst. Viele Anwendungen wie intelligente Räume oder Überwa-
chungsystemc, bei denen Menschen im Mittelpunkt stehen, werden Tag ftif Tag
bekannter. Deshalb entsteht die Anfordenmg, menschliche Struktur nicht nur in
ßilddaten, sondern auch in Bildsequenzen zu erkennen und als Eingabe für wei-
tere Aufgaben zu nutzen. Dabei existieren bereits heute zahlreiche Anwendungen
wie Smartrooms, Zugangskontrolle, Kameraüberwachungsystem usw. Während in
einem Smartroom die Menschen bei der Arbeit oder zu Hause unterstüzt werden
sollen, übernimmt die Kameraüberwachungsystem die Kontrolle.
In allen oben genannten Systemen ist eine erste Anforderung, die Menschen mit
Hilfe von Kameras und Rechnern zu detektieren. Die Frage ist, welche Informatio-
nen der Menschen in solchen Anwendungen erforderlich sind und deshalb erkannt
werden sollen. Während bei einer Software ftir Ge;chlechtserkeuuung da.<;Gesicht
der Menschen ausreichend ist, wird für eine Bewegungsanalyse der gan7,c Körper
benötigt. In anderen Anwendungen, beispielweisc die Gestcnerkennung, sind nur
die Hände wiclltig und werden deshalb delektiert. In UfL."lCremFall ist es wich-
tig zu erkennen, ob Menschen in einem intelligeten Raum, einem sogenannten
Smartroom sind und wo sie sich befinden. Während der ganze Körper schwie-
rig zu sehen ist, da die Beine oft durch Tische, Stühlc, ctc. verdeckt sind, ist
der Oberkörper mcistens sichtbar. AlL"diesen Gründen ist der sich frei bewegende
Oberkörper interesSaJlt und sollte deshalb detekticrt werden. Eine mögliche Szene,
in der Oberkörrw.f erkannt werden sollen, ist in Abbildung 1.1 zu sehen.

1.2 Ziel der Arbeit

Ziel dieser Studienarbeit ist es, durch verschiedene Experimcnte einen relativen
Vergleich der Leistung und Geschwindigkeit zweier bekannter Detektionsansätze
durchzuftihren. Der eine Ansatz wurde von Paul Viola und Michael Jones im Jahr
2001 veröffentlicht und ist im Bereich Objekt- und Gcsicht."lCrkennung bekannt
geworden. Der Vorteil dieses Verfahrens ist die kurze Detektionszeit. Dafiir wird
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KAPITEL I. EINFÜHRUNG

Abb. 1.1: Eine mögliche Szene im Smartroom mit detektierten Oberkörpern

allerdings eine sehr lange Trainingszeit benötigt und es kann nur sinvoll einge-
setzt werden, falls das zu detektierende Muster eindeutig ist. Das heißt, dass es
unmöglich ist, Objekte mit verschiedener Orientierung oder variabler Erscheinung
mit einem einzigen Detektor zu detektieren. Der andere Ansatz wurde von Dalal
und Triggs im Jahr 2005 erfunden und funktioniert hervorragend für den gesam-
ten Körper. So wie bei Viola.&Jones ist dieses Verfahren robu.<;tund funktioniert
nicht nur ruf die Detektion von Menschen, sondern auch für andere Objekte und
Tiere. Aber auf der anderen Seite ist die benötigte Dctcktionszeit vergleichswei-
se hoch. In dieser Arbeit werden auf diesen 2 Ansätzen basierende Systeme mit
Oberkörpern von Bildsequcnzcn trainiert und evaluiert. Die Oberkörper in diesen
Sequenzen bewegen sich frei und sind in verschiedenen Orientierungen zu sehen.
Die Studienarbeit gliedert sich wie folgt. In Kaptitel 2 werden die grundlegenden
Kenntnisse der zwei oben genannten Ansätze und die dazu benutzten Klassifika-
tionverfahren erläutert. Da.<;dritte Kapitel beschreibt die Vorbereitung der Daten.
In Kapitel 4 wird das gesamte Training vorgestellt, die Detektion experimentell
alL<;gewertct und dadurch ein relativer Vergleich zwi'iChen den zwei Verfahren vor-
genommen. Kapitel 5 fasst die gewonnen Erkenntnisse nochmal ZlL<>ammen.

1.3 Verwandte Arbeiten

Der, Ansatz VOll Paul Viola und Michael Jones Il} zur robusten Echtzeiterkeunung
kam in den letzten Jabren vielfac11zur Anwendung. Die Aroeit von Viola und J~
nes basiert auf der Erkennung von Gesichtem aus der Frontalansicht. Nel>en der
. Erkennung von Gesichtern eignet sielt dieser Ansatz auch zur Detektion beliebiger
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KAPITEL I. EINFÜHRUNG

Objektel21. Stan Z.Li und Reine Kollegen 151haben diesen Ansatz zur Erkennung
von Gesichtern mit beliebiger Orientierung verwendet. Ihre Vorgehensweise er-
lauht ffi, die Drehung des Kopfes mit einer Genauigkeit von bis zu 10 Grad zu
bestimmen. Sie stellen auch ein Verfahren zur Reduktion der insgesamt verwen-
deten Merkmale vor. Lienhart und Kollegen haben die MerkmaLc;typen VOll Viola
und Jones erweitert. Sie erhalten durch diese Merkmale einen kleineren und damit
schnelleren Detektor, benötigen aber für die effiziente Berechnung zwei Vorverar-
beitungsschritte 141. Kobi Levi und Yair Weiss 161 erweitern den Detektor ebenfalls
um einen neuen MerkmaLc;typ. Sie trainieren einen Detektor mit diesen Merkma-
len für die Erkennung von Stühlen. Der Vorteil des Merkmalstyps besteht darin,
dass rur die Trainingsphase ein kleiner Datensatz genügt. Barreto uno Kollegen 171
zeigen die Erkennung VOll Gesichtern und Händen rur ein Interaktionsszcnario mit
einem Roboter. Für die Handerkennung verwenden sie einen auf dem Viola&Jones
Ansatz ba..,ierten Detektor.
Im Verlgeich zu dem Ansatz von Viola und Jones wurde der Ansatz von Dalal
und Triggs 191 erst im Jahr 2005 vorgestellt. Ihre Arbeit basiert auf der Erkennung
des gesamten menschlichen Körpers. Daneben hat es auch rur Objekte, wie Au-
tos oder Motorräder und Tiere, wie Katzen richtig funktioniert. Qiang Zhu und
Kollegen 1101haben ähnliche Merkmale wie beim Histogram Of Gradients An-
satz(kurz: HOG) von DalaI& Triggs verwendet, aber dartir zur Kla.~ifikation ein
ka.."lkadenbasiertcs System aufgebaut. Ausserdem wurde ein sogenanntes IntergraI-
bild benutzt um ein schnelleres und besseres System zu erreichen. In der folgenden
Ausarbeitung werden 2 Systeme mit angepa.'*'ten Parametern zur Oberkörperde-
tektion trainiert und evaluiert. Eins ba..;iert auf dem Ansatz von Dalal&Triggs
und verwendet die Implementierung von INRIA Object Detection and LocaIizati-
on Toolkit 1141.Das andere wurde in OpenCV 1121implementiert und basiert auf
dem Ansatz von Viola&Jones. Anhand der ErgebnL'lSCvon verschiedenen Experi-
menten wird ein Vergleich der Leistung und Geschwindigkeit dieser 2 Verfahren
durehgefiihrt.
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2 Grundlegende Konzepte

2.1 Viola&Jones Ansatz

2.1.1 Einführung

Um Objekte in Bildern oder Bildsequenzen detektieren zu können veröffentlich-
ten Paul Viola und Michael JOßes im Jahr 2001 einen Ansatz, der sehr schnell
funktioniert lind robust ist. Es werden daflir sehr schnell zu berechnende Merk-
male in Kombination mit dem AdaBoost Lernalgorithmus verwendet. Mit Hilfe
von einem sogenannten Integralbild wird die gcsamrnte Detektionszeit deutlich
verringert. Um die Leistung des Detektors zu verbe;sern wird eine Ka."Ikadevon
verschiedenen hintereinander liegenden Detektoren zm;ammengebaut.

2.1.2 Merkmale

Die Objektdetektion basiert auf den Werten einfacher Merkmale. Es gibt viele
Gründe dafür, warum man statt direkt Pixels zu nehmen, Merkmale verwendet,
um Objekte zu detektieren. Der I1auptgrund liegt darin, dass mit bestimmten
Trainingsdaten durch Merkmale mehr Ad-hoc DomäDenwissen als durch Pixels
erfasst werden kann. Zudem ergibt sich dadurch spC'};ieUbei diesem Ansatz ein be-
deutender Geschwindigkeitsvorteil im Vergleich zu andereren pixelba.<;licrtenSys-
temen 111.
Vier verschiedene Arten von Merkmalen werden verwendct( siehe Abbildung 2.1).
Die ersten zwei Mennale basieren auf 2 verschiedenen Rechtecken, die entweder
horizontal oder vertikal benachbart sind. Es wird dabei fiir jedes Rechteck die
Summe über alle Pixelwcrte gebildet und die Differenz der Summen ergibt das
MerkIJlalser~ebniss. Im Vergleich dazu ba..,iert das dritte Merkmal auf 3 verschie-
denen benachbarten Rechtecken. Die Werte der zwei äusseren Rechtecke werden
aU(<;lummicrtund von dem Wert des in der Mitte liegenden Rechtecks subtrahiert.
Bei vier Rechtecken ergibt sich der Wert aus der Differenz der diagonal liegenden
Flächen 111121.
In einem Bildfenster mit einer Auflösung von 24 x 24 ergehen sich über 18000
mögliche Merkmale, da nicht nur die Form sondern auch die Position und Größe
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KAPITEL 2. GRUNDLEGENDE KONZEPTE
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Abb. 2.1: 4 verschiedene Arten von Merkmalen. Die 2-RcchtL'Ck-Merkmalesind in
(A) und (ß) zu sehelI. (C) zeigt das 3-Rechteck-Merkmal, und (D) das 4-Rechteck-
Merkmal

der Rechtecke im Bildfenster variabel ist. Eine schnelle Berechnung dieser Merk-
male ist erforderlich, um die Detektion in Echtzeit zu ermöglichen. Eine Losüng
daftir ist die Verwendung eines Integralhilds ( siehe Abbildung 2.2).
Das Intergralbild liefert an der Stelle X, y die Summe aller Pixelswerte links über
und neben dem Punkt x,y:

ii(x,y) = L i(x',y')
r'S:e,tI'SSi

(2.1 )

Ahb. 2.2: Intergralbild: Der \Vert des Punkts (x,y) ist die Summe aller Pixelwerte
über und links von (x,y)

wobei ii(x,y) das Intergralbild ist und i(x,y) das Originalbild.
Durch die Benutzung folgender Funktionen:

s(x,y) = s(x, y - 1) + i(x, y)

ii(x, y) = ii(x - 1, y) + s(x, y)

6
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KAPITEL 2_ GRUNDI,EGENDE KONZEPTE

kann das Intergralhild in einem Durchgang mit Hilfe des Original bilds berechnet
werden_III
Mit dem Integralbild kann wiederum eine beliebige Rechteck-Summe mit vier
Array-H.eferenzen (siehe Abh. 2.3) berechnet werden. Die Differenz zwischen zwei
Rechteck-Summen kann mit acht Referenzen eindeutig berechnet werden. In un-
serem Fall haben die heiden Rccktecke eine gemeinsame Seite, d.h., das Merkmal
Jätt sich mit sechs Array-Referenzcn bestimmen. Für das 3-Rechteck-Merkmal
bzw. 4-Rcchteck-Merkmal sind 8 bzw. 9 Array-Referenzen nötig.III

,, H

I

"
C D

4

Abb. 2.3: Die Summe der Pixel in D kann mit vier Array-Referenzen berechnet
werden. In dem Intergralbild ist der Wert von Punkt 1 die Summe aller Pixel in
A. Der Wert von Punkt 2 l.<;tA + ß, der von Punkt 3 ist A + C und der von
Punkt 4 ist A + ß + C + D. Daraus folgt, die Summe aller Pixel in D ist 4 + 1
- (2 + 3)

••• __ ~~ __ IV -- -------- .-

Wnlow
•04 .-

I__ I}
upright roclanglo

Abb. 2.4: Ein Beispiel für das Original-Merkmal und das um 45 Grad rotierte
~.,'lerkmal.

Im .Jahr 2002 haben R.Lienhart und sein Kollege die Merkmale des Original-
Verfahrens erweitert, indem sie die vorherigen ~'lerkmale um 45 Grad rotiert ha-
hen 131. In der Abbildung 2.4 ist ein Beispiel zu sehen. Nach dieser Erweiterung
ist die Menge der Merkmalen, die im ganzen System verwendet werden können,
mehr aL.,4. Alle Merkmale sind in der Abbildung 2.5 zu sehen. Diese Erweiterung
ermöglicht die bessere Detektion von rotierten Objekten und macht aus diesem
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KAPITEL 2. eRU:\DLEGESDE KO.vZEPTE

Grund das Ranze Verfahren rohust.er.

J (',.tlh:I.~un,'uIlJ r.:;>lu',,'

Ahb. 2.5: Übersicht Hher mögliche Merkmale

2.1.3 Boosting Lernverfahren

Der Ooosting Lernalgorit.hmns trainiert Klassifikatoren für 2-Klassen Probleme.
Die Theorie des iloostings besagt, da.<;sdie Leist.ungen von mehreren schwachen
Klassifikatoren komhiniert. werden können, um eine endgültige mächtige Entschei-
dung zu t.reffen. Die s(:hwacbcn Klassifikntoren sind sehr einfach aufgebaut lind he.
riicksichtigf'T1 meist. nur ein einziges Merkmal der Objekte oder eine Kombination
der Merkmalen als Entscheidung.<;ballm. Für sich genommen liefern sie df'Swegen
einerseits schlechte Ergebnisse, können aber andererseits sehr schnell ausgewer-
t.et werdf'n. Im Roosting Verfahren wenien in der Trainingspha<;p die schwachen
KIa<;sifikatoren Kcwichtet. Die Gewichtung besagt,. wie gut der Klassifikator im
Vergleich ZII allen anclerf'n schwachen Kla<;sifikatorcn ist.
Adaßoosl. ist. ein ßoosting Lernalgorithmus, der im Jahr 1995 von Freund und
Schapire veröffentlicht wurde. Der Pseudocode ist in der Tahel1e 2.1 zu sehen.

Gegehen sind rn gelabelt.e Trainingsdaten. wohei Xl ein Element der fvlenge X lind
Yl da<; entsprechende Label ist. Im Fall der 2-Kla<;sen Prohleme ist Yi ent.weder 1
oder -1. Zu trainieren sind T verschiedene schwache Klassifiktoren F: X .....•{.1;1}.
GesllCht. sind die T Gewichtllngsfaktoren Ctl. 02, ...• QT der entsprechenden schwa-
chen Klassifikatoren.
Am Anfang des Trainings wird pine Initialverteilllng: lJ1(i) - l!m dpfiniert. In
dpr Trainingsphase werden T Iterationen durchgeführt.. Bei jener Iteration wird
der Fpldf'r CI dps schwachen Kla<;sifikat.ors here(~hnet:

<, ~ Pr'_D,[h,(x.) f y;J ~ L D,(i)
i:ho(x.)F!b

(2.4)

Danach wird Ql = ~ln( I~,") definiert. Intuit.iv gibt 0t an, wie gut der schwache
Klassifikat.or ist.. Je klpinpr EI ist, desto größpr ist 01. Anhand von 01 und der

8



KAPITEL 2. GRUNDLEGENDE KONZEPTE

Gegeben: (x"y,), .. , (x=,y=) mit Xi E X, Y. E Y ~ {-1,+1}
!nitialisere: D,{i) = I/rn
Für t = 1,..,T:
Trainiere schwachen Kla.'*iifikator mit der Verteilung Dt
Nehme schwache Hypothese h,: X ~ {-1,+1} mit den Fehler:
CI = Pr'_D,(h,(X.) l' y.1
Wähle 0t = ~lne;tEt)
Aktuallisiere:

D (.) _ D.I') {e-o, if '~(Xi) ~ Y.
t+1t-ZX

t eQ• if ht(Xi) i- Y.

,mit Zt dem Normalisierungsfaktor ( wird gewählt, so dass
Dt+1 Wahrscheinlichkeitsverteilung.).
Ausgabe der Endhypothesc:
H(x) = 8;gn 2:':. a,h,(x)

Tabelle 2.1: Der Pselldocode von AdaBoost - ein Bo06ting Algorithmllß (8J

alten Verteilung wird die neue Verteilung berechnete siehe 2.1.3). Die gesamte
Hypothese ist wie folgt definiert:

T

H(x) = 8;gn(2: a,h,(x)) (2.5)
t=)

Die Gewichtungsfaktoren sollen so optimiert werden, dass der Fehler des gesamten
Klassifikators so gering wie möglich ist.
Nach T schrittweisen Optimierungen wird die Gewichtung von allen T schwachen
Klassifikatoren bestimmt.

2.1.4 Klassifikatorkaskade

Grundlegendes Konzept

Dieser Abschnitt beschreibt einen Algorithmus ftir den Bau einer Ka.c;kade von
Klassifikatoren. Damit wird eine erhöhte Leistung erreicht, während die Klassifi-
kationszeit radikal verringert wird. In diesem Ansatz wird eine Menge N von ver-
schiedenen Kla.<;sifikatoren, sogenannten Stages mit steigender Komplexität hinter-
einander gffiChaltet und zu einer Kette zus3nunengesctzt, wie in der Abblidung 2.6

9



KAPITEL 2. GRUNDLEGENDE KONZEPTE

zu sehen ist. Die einfachen Klassifikatorcn werden am Anfang der Kette verwen-
det, um so viele faL'iChe Objekte wie möglich heranszufiltem aber auch gleichzeitig
fast alle richtigen Objekte zu erkennen. Danach konunen die komplexeren KLassi-
fikatoren zum Einsatz, um die Falschalarmrate zu reduzieren.

...~lIeSuchtenster ....

~... .... .'
1:~: 2:~: 3
...."" ". .... / ..

F\/l ~~

positive
Fenster

... - -

..~

'.'. negative Fenster ,,

Abb. 2.6: Kaskadestruktur

Die KJassifikatoren in jec.lem Stage werden nach dem Prinzip des AdaBoost-
LemalgorithulUs trainiert.

Training einer Klassifikatorkaskade

Das Ziel einer Ka.<ik."ldcist nicht nur die erhöhte Erkcnnungsratc sondern auch
die geringe Delektionszeit. Für die Gesichtserkennllog-Aufgabc haben vorange-
gangene Systeme gute Erkennungsraten (zwischen 85 und 95 Prozent) und eine
extrem niedrige Falschalarmrate (in der Größenordnung von 10-5 oder 10-6) er-
reicht. Die Anzahl von Stages und die Leistung der einzelnen Stages muss deshalb
so gewählt werden, da..">Sdie Erkennungsrate maximiert und die Detektionszeit mi-
nimiert wird.
Angenommen, der Klassikator der i-ten Stufe hat eine maximale Falschalarmrate
fi bzw. eine minimale Hitrate ~ und insgesamt werden K Stages hintereinander
geschaltet, dann ergeben sich die gesamte FaL'>Chalarm-bzw. Bitrate wie folgt:

K

D~I1d,
i=l

(2,6)

(2.7)

Ein beliebiges Objekt, das klassifiziert werden soll, wird durch verschiedene Stages
der Kaskade überprüft, um die Entscheidung zu treffen, ob es positiv oder negativ

10



KAPITEL 2. GRUNDLEGENDE KONZEPTE

kla.••..,ifiziert ist. Das Objekt, das in allen Stufen als positiv erkannt wird, ist positiv
in der Gesamt-Entschcidung.
Die Anzahl der evaluierten Merkmale ist dann:

K

N = no + 2:)n. IlPj)
i=l j<i

(2.8)

I wobei N die erwartete Anzahl von Merkmalen i••t, K für die Anzahl der Klassi-
fikatoren steht, Pi die Hitrate des j-ten KIa.'lSifikators ist, und ni die Anzahl der
Merkmale des i-teD Kla.""sifikators ist.
Der allgemeine Trainingsprozcss umfa.••."t zwei Arten von Tradeoffs. In den meisten
Fällen erreichen Klassifikatoren mit mehreren Merkmalen höhere Erkcnnllngsra-
teo und niedrigere Falschalarmraten. Allerdings benötigen solche Klas..<;ifikatoren
auch mehr Zeit zur Berechnung. Im Prinzip könnte eine Optimierung im Rahmen
von folgenden Parametern vorgenommen werden .

• die Anzahl von Stages,

• die Anzahl der Merkmale ni jeder Stufe,

• der Schwellwert jeder Stufe

In der Praxis wird, um die Kaskade zu trainieren, die Anzahl von Stages, die mini-
male Hitrate und die maximale FalschaJannrate je Stage angcpa.~t. Jede Stage der
Ka.<;kadewird durch AdaBooot trainiert, bis bei jedem Stage die vorher definierte
Erkennungs- und Falschalarmrate erreicht wurden.([lJ)

2.1.5 Zusammenfassung

Der oben beschriebene Ansatz VOll Viola und .lones ist ein hervorragender Ansatz,
der es ermöglicht, Gesichter bzw. Objekte in Bildern zu erkennen. Durch die Ver-
öffentlichung des Ansatzes haben die beiden Autoren zu neuen Erkenntnis.<>en fiir
drei vcrscltiedene Probleme in der Bildverarbeitung und bei der Objekterkennung
besonders der Gesichtscrkennllng beigetragen. Die erste Verbesserung ist die neue
Methode, mit Integral bildern Merkmale zu extrahieren. Der zweite Beitrag ist der
einfache und schnelle auf AdaBoost basierte Klassifikationsalgorithmus. Der drit-
te Beitrag ist die Benutzung von Kaskaden, um die Leistung des Detektors zu
verbcs..<>ernund gleichzeitig eine Minimierung der Bercchnungszeit zu erreichen.

11
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Eingabebild

Farbe- und Gamma
Nonnalisierung

1
Gradientenberechnung

j
Berechnung des
Histogramms innerhalb
einer Cell

I
Nonnalisierung
innerhalb des Blocks

I
!•

F ll9tlMV W!td.c¥.f"'"

[ ". .J Zusammenfassen
der Vektoren aller
Blöcke

Abb. 2.7: Eine Übersicht über die Merkmabextmktions- und Objekterfa.<iSungs-
kette

2.2 Histogram of Oriented Gradients (kurz
HOG)

2.2.1 Einführung

Um Menschen zu detektieren haben Dalal und Triggs im Jahr 2005 einen Ansatz
veröffentlicht, der auf Testdaten des MIT ( Eine Bilder-Datenbank des Massa-
chosetts Institute of Tcchnology, fur Details siehe (151) fast perfekte Ergebnisse
geliefert hat. Der grundlegende Gedanke bei HOG ist, dass das Aussehen und die
Form der Objekte innerhalb eines Bildes, ohne genaues Wissen über die Positio-
nen der Kanten oder Ecken, durch die Verteilung der lokalen Intensität oder der
Anordnung der Kanten dargestellt werden kann.
Die Abbildung 2.7 gibt einen Überblick über das gCS<1.mteVerfahren. Für das
Eingabebild wird zuerst eine Gamma-jFarb-Normaiisicrung und danach eine Gra-
dientenberechnung durchgeführt. Das resultierende Bild wird in kleine sogenannte
Zellen unterteilt. Innerhalb jeder Zelle wird für die Pixel das Histogramm der
Kantenorientierungen berechnet. Zur Verbesserung der Leistung des Verfahrens
wird das lokale Histogramm durch die Berechnung der Intensität über eine grö~

12



KAPITEl, 2. GRUNDl,EGENDE KONZEPTE

ce Region dN>Bildes ermittelt, dem sogenannten Block. Mit Hilfe dieses \Vertes
werden alle Zelle in dem Block normalisiert. Diese Normalisicrllng rührt zu einer
besseren Robusthcit gegenüber Veränderungen der Beleuchtung. Die Histogramme
orientierter Gradienten aller Blöcke werden zu einem Merkmalvektor ?:usammen-
geführt.

2.2.2 Merkmale

Der HOG-Merkmal<wcktor besteht aus den Histogrammen der normalisierten Zel-
len aus allen Blöcken. Üblicherweisc überschneiden sich die Blöcke, das heila, die
einzelnen Zelle kommen nicht nur ein Mal im Merkmalsvektor vor. Im Allgemeinen
unterscheidet man zwei verschiedene geometrische Arten von möcken: Rectangu-
lar HOG (R-HOG ) und eireular HOG (C-!I0G).

1••U,
I

Block Block Block

Cd.R-IIOG/SIIT (b) C-IIOG (c) Sinj.;le cE'f'Ilre C.HOG

Abb. 2.8: Varianten VOll !lOG Blöcken: a) IUIOG mit 3x3 Zellen je Block b) C-
Hoe, bei dem die zentrische Zelle in verschiedene Sektoren unterteilt wird, c)
Single-centre C-HOG mit einer einzigen zentrischen Zelle.

R-HOG

R-IIOG Blöcke verwenden überlappende quadratische oder rechteckige Gitter von
Zellen. Die Werte der Blöcke werden üher dichte gleiehmägige Gitter ermittelt. Die
Blöcke überlappen sich iiblichcrweise und jeder ist unäbhangig von den anderen
normalisiert. RHOG berechnet ~ x ~ Netze (die Festlegung der Anzahl von Cells
in jedem Block) von Tl x 11 Pixel-CeIL" mit ß Ausrichtungen von bins, in denen
<;, '1,ß Parameter sind. Die Abbildung 2.8 (a) zeigt ein 3x3 Zelle RHOG Block als
Beispiel.

13
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C-HOG

Im Vergleich dazu sind die Zellen bei C-HOG aL••Gitter von Kreisen definiert. Es
gibt 2 Varianten von C-HOG: C-HOG, indem das 7.cntrische Cells in verschiedene
Sektoren unterteilt wird ( siehe (b) in Abbildung 2.8) lind Single-centre C-HOG,
also C-HOG mit einem einzigen zentrischen Gell.
Der Anzahl der Cells und die Größe eines Cells in einem Block sind abhängig von
4 folgenden Parametern:

• Anzahl der Ausrichtungen

• Anzahl der Kreise

• Radius der zentrischen Zelle

• Skalienmgsfaktor des nächsten Radius

Im Vergleich zu C-HOG hat das System mit R-HOG laut ErgebnL'iSCD von Dallal
und Triggs mit gleicllcr Falschalarmrate eine bessere Erkennungsrate. Aus diesem
Grund wird das System mit R-HOG in dieser Studienarbeit aufgeftihrt.

2.2.3 Implementierung

Im folgenden Abschnitt wird detailiert beschrieben, wie die Merkmale aus einem
Bild bei der Implementierung von Dalal und Triggs extrahiert werden. Anbei sind
einige Ergebnisse VOll Dalal&Triggs verwendet.

Gamma- / Farbnormalisierung

GamrnajFarbnonnalisierung ist der 1. Schritt in der Objekterfa.<;,,<mngskettc. Zwei
Varianten von Gamma-Nonnalisierung, Quadratwurzel-und Log-Komprimienmg
der einzelnen Farbkanäle, werden betrachtet.
Die Quadratwurzel-Gamma-Komprimierung ermöglicht eine bcs,,<;ereLeistung fur
Objektklassen wie Fahrräder, Motorräder, Autos, Busse und Menschen. Für Tiere,
bei denen viele Variationen der Farbkla. ••.e;;evorkommen, wie zum Beispiel Katzen,
Hunde oder Pferde, lieferte der Detektor mit ullnormalisierten RGB eine bessere
Leistung.( Siehe 191)

Gradientenberechnung

Der Gradient des Eingabebilds wird, mit optionaler Gaußseher Glättung mit der
Standardabweichung er, von mehreren diskreten Filtern, berechnet. Für die Farb-
bilder (RGB Raum) werden die getrennten Gradienten rur jeden Farbkanal be-
rechnet und danach mit der größten Norm als Pixel-Gradicnten- Vektor gewählt.

14
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Von Dalal&Triggs wurden tl.a. folgende Filter implementiert und evailliert .

• 1-0 abgeleiteter Punkt:
([-I 1].[-1 0 I])

. 3[: t ~tx;l]M[":':1en:..2
-2 0 2 • 0 0
-I 0 1 1 2

• 2 x 2 Diagonale:

[0 I] [-I 0](-1 O' 0 I)

T]
Insgesamt ist die Leistung des Detektors unterschiedlich und abhänging von dem
Filter und der Glättung. Das einfachste System, der 1-0 Maske [-1, 0, 11 mit a =
O. lieferte das beste Ergebnis( Für mehr Details siehe 191).

Orientierte Zellen

Jedes Pixel trägt eine gewichtete Orientierung. Die Häufigkeit der Werte akkumu-
liert sich in den Orientierungsbehälter über lokale räumlicllc Regionen, Zelle. Die
Orientierungsbehälter sind gIeichmäf.ig von 0 bis 180 Grad (unsigned Gradient)
oder von 0 bis 360 Grad (signed Gradient) verteilt. Zur Reduzierung des Alia-
sing wird trilineare Interpolation zwischen den benachbarten zentrischen Cell" in
Orientierung und Position durchgeführt. Trilineare Interpolation bedeutet lineare
Interpolation in 3D Raum. (Für mehr Details siehe 191).
Eine gute Auswahl der Orientierungsrepriisentation erweist sich aL~wesentlich für
eine gute Leistung rur alle Objekt-Klassen.

Blocks

Wie oben erwähnt wird in dieser Studienarbeit R-Quadrat HOC verwendet. Des-
halb werden c; x c; Netze (die Festlegung der Anzahl der Zellen in jedem ßlock)
von Tl x Tl Pixel-Cells mit ß Bin-Ausrichtungen verwendet, in denen c;, Tl, ß anzu-
pas.sende Parameters sind.

Block-Normalisierung

Die Größe des Gradienten variiert über einen weiten Bereich aufgrund von örtli-
chen Schwankungen der Beleuchtung und des Vordergrund-Hintergrund-Kontrasts.
Daher erweist sich eine effektive lokale Normalisierung als wesentlich rur eine gute
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Leistung. Vier verschiedene Normalisierungsmethoden wurden implementiert und
evallliert.(Für mehr Details siehe 19i).

• L2-nonn, v ~ v / Jllvll1 +,'
• L2-Hys, L2-Norm gefolgt von Clipping (Begrenzung der maximalen \Verte
von v auf 0,2) und Renormalisicrung;

• LI-norm, v ~ v / (lIxlh + ,)
• LI-Sqrt, v ~ Jv/(IIxlh + ,)

Je nach Aufgabe kann man eine der oben genannten Normalisierungsmethoden
nutzen, indem man die entsprechenden Parameter anpa.sst. (Für mehr Details sie-
he Anhang).
Nach der gesamten Berechnungen werden die Histogrammen orientierter Gradi-
ent aller Blöcke zu einem Merkmalsvektor zusammengeführt. Dann werden dieser
Vektor mit Hilfe dffi auf einem Support- Vektor-Maschine basierten Klassifiktors
untersucht, ob das Eingabebild zu erkennende Objekt ist oder nicht.

2.2.4 Support-Vektor-Maschine (kurz: SVM)

Grundlagen

In der Sprache des maschinellen Lernens schließen sich die SVlvls an das Feld
des Supervised Learning (überwachtes Lernen) an. Gemeint i<;t damit ein Lernen
durch Beispiele. Es gibt von vorneherein einen Trainingsdatensatz mit Beispie-
len fiir die zu unterscheidenden Kla.'l.."len. In erster Linie ist es nicht das Ziel die
Trainingsdaten sondern die Testdaten zn trennen. Deshalb ist es nötig eine gute
Generalisierbarkeit zukünftiger Daten zu erreichen. E.•• sollen Klassenunterschie-
de mathematisch kompakt ausgedruckt werden. Jedes Element einer Klasse wird
durch einen Merkmalsvektor dargestellt, der die Eigenschaften der Klasse gut
reprä.<rentiert. In unserem Fall sind die Merkmalsvertoren die Histogramme VOll

orientierten Gradienten des zu klassifizierenden Fensters. Gelernt werden soll der
Norrnalvcktor w der optimalen Hyperehene von allen möglichen Ebenen, die die
beiden Klassen voneinander trennen( siehe Abbildung 2.9).
In der Abhildung 2.9 stellen die Punkte zwei verschiedene Klassen dar. Die Hy-
perebene soll es ermöglichen, später hinzukommende Elemente einer der beiden
Klassen zuordnen zu können. Bei hochdimensionalen Räumen hesteht das Problem
darin, dass die Klassen auf verschiedene Arten getrennt werden können ( siehe Ab-
bildung 2.9). Das Ziel von SVM ist, die beste Hyperebene mit entsprechendem w
herauszufinden, um die beiden Klas.<;enklar voneinander zu trennen.
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Abb. 2.9: Trennung der Klassen mittels Hyperebene

lineare Support-Vektor-Maschine

Im Falle der linearen Klassifikation mit der SVM liegen die Daten durch ihre
Darstellung als Vektor so im Raum, dass sie voneinander linear separierbar sind.
Es wird dabei nach einer Entscheidungsfunktion f: R" -t R gesucht, die ffif die
Trainingsdaten X=(Xh .., Xn) da."! Label 1, spricht ein positivffl Label, falls f(x)
> 0 und anderseits ein negatives Lablcl, falL•• f(x) < 0 vergibt und dadurch die
Zugehörigkeit zu einer Klasse bestimmt.
Konkret werden gelabelte Ttainingsdaten in der folgende Form dargestellt:

(2.9)

wobei x: die jeweiligen Merkmalsvektoren und Yi die zugehörigen Labels sind. Die
lineare Entscheidung bzw. Entscheidungsfunktion ist:

f(x) = (w, X') +b (2.10)

w beschreibt dabei den Normalvektor und b den Abstand vom Ursprung (Bias ).
Durch Verwendung der Signumfunktioll sgn erfolgt nun die binäre Klassifikation.
Der Abstand eines Merkmalsvertors x zur Hyperebene H lässt sich wie folgt be-
rechnen:

dist(x,H) = 11I~1I((W,X')+b)1 (2.11)

Wie in Abblidung 2.10 zu sehen ist, ist es möglich, unendlich viele Hyperebenen
(Trennlinien) zwischen zwei Klassen anhand der Trainingsdaten zu erstellen. Die
durch die SVM berechneter Hyperbene weist sich jedoch durch die Eigenschaft
aus, so weit wie möglich von allen Objekten entfernt zu liegen. Das heißt, der
geringste Abstand zu den Objekten, sowohl positiv als auch negativ gelabelter,
soll maximiert werden.

Die am nächsten zur Hyperebene gelegenen Vektoren werden Support-Vektoren

17



KAPITEL 2. GRUNDLEGENDE KONZEPTE

Abb. 2.10: Durch die Support-Vektoren wird die optimale Hypcrebene festgelegt.

genannt, und nur solche Vektoren spielen für die Bestimmung der Hyperebene eine
Rolle. Alle anderen Daten sind für die Berechnung nicht relevant und werden des-
halb nicht weiter betrachtet. Der Abstand der Support-Vektoren zur Hyperebene
ist 1it111 für einen Vektor mit positivem Label LYlW. II~II fur den anderen Fall. Die
ge:;amte Breite ist II-äU und wird Rand genannt.
Das Problem der Berechnung der optimalen Hyperbene ist jetzt äquivalent zu dem
der Maximierung des Randes. Das beigt, dass ~ maximiert werden muss, cl.h.
I! ur 11muss minimiert werden.
Das neue Problem ist jetzt:

unter den Bedingungen:

min Ilwll'

y;((w. X:) +b) >= 1

(2.12)

(2.13)

Dieses Optirnierungsproblem kann durch die Lagrange Methode gelöst werden,
indem der Sattel punkt der folgenden Funktion gefunden wird:

N

Lp = L(W, b, (i') = ~llwll'- L <>.(y.(wX: + b) - 1)
1=1

(2.14)

mit 0'1, 02, ••, ON "2:O.Die Sattelpunkt-Bcdingungen sind durch folgende Gleichun-
gen charakterisiert:

JL N
- = w - '"""o'y'x. = 0W L 1.1 I

i=1
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Mit Hilfe von diesen Gleichungen können wund b durch ni, Xi, Yi dargestellt wer-
den. Dadurch ensteht die duale Lagrange-Gleichung:

mim
IV(a) =L0, - :2LaiOjYiYjxixj

i,=,,1 iJ=l

W(a) soll unter den Bedingungen:
m

LltiYi = 0 und 0, 2: 0 i = I"'lm
i=1

(2.17)

(2.18)

maximiert werden. Unter den Sattel-ßl.-dingungen sind die meisten Oi = O. Die
Support-Vektoren sind die Vektoren xi mit Oj > 0 und der gc<iuchte Vektor w ist
eine lineare Kombination dieser Support-Vektoren.

N-" -w = L..J °iy,Xi
i=1

Nichtlineare Klassifikation oder Klassifikation im höherdimensionalen
Raum

(2.19)

Wenn die zu klassifizierenden Daten nicht linear serparierbar sind, wie in Abbil-
dung 2.11, ermöglicht die SVM entweder mit Hilfe von zusätzlichen Parametern
oder mit Hilfe von Kernelfunktionen die Problemlösung anzugehen.
Falls das Problem nicht deutlich scrparierbar, aber doch noch separierbar ist, wird
ein c-Wert hinzugefügt, um die Fehlklassifikationen der einen Kla."l.<;enschwer zu
bestrafen. Der Abstand der FehlkJassifikation von der Hyperebene sei lm Folgen-
den (C).
Die Summe von allen FehlkJa."l.<;ikationkann wie folgt berechnet werden:

(2.20)

Diese Summe soll minimiert werden.
Es kommt oft vor, da.<;sdie zu lernenden Klassen unterschiedlich häufig reprä-
sentiert vorliegen. In diesem Fall wird die Summe in den gewichteten Abstand
der Fehlklassifikation auf die verschiedenen Kla.'iSCngespaltet. Es gibt nun zwei
Summen:

C+ * L(H +C_ * L(;- (2.21)

Durch den j-Wert werden Fehler auf den heiden Kla.<;senunterschiedlich schwer
gewichtet. j stellt das relative Verhältnis zwischen c+ und c_ dar: j=c+/c_. Nun
kann anstatt IIwll' zu minimieren Ilwll' + C(l:. (;) minimiert werden.
Falls die Daten deutlich nicht linear serparierbar sind (siehe Abbildung 2.12), soll
das Problem mit Hilfe VOll Kernelfunktionen gelöst werden.
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Abb. 2.11: Abstand der Missklassifikation

Die Kernelfunktion ~ beschreibt also eine Ahbildung 4>: Ir' -t RN wobei n < N
und Ei:' den Eingaberaum darstellt.
Eine solche Kemelfunktion existiert, wenn es zu einem Skalarprodukt <n, v> im
Urspnmgsraum eine Abbildung gibt, so da.,,,,:

Vu, v E Il" : K(u, v) = (<1>(••). <l>(v)) (2.22)

Es gibt vier vCl'S('lliedene grundlegende Kernelfunktionen:
Linear:

K(x,y):= (x,y) ~XT.y (2.23)

PolynomieIl:

(2.24)

Sigmoid:

K(x, y) ~ tanh('YxT y + r)
Gal1ssJradiale Basisfunktion(RBF):

(2.25)

K(x, y) = exp( -'Yllx - ylI'), 'Y> 0 (2.26)

Hierbei sind die Variablen "'I, r und cl Parameter der verschiedenen Kernels. Für
verschiedene Aufgaben sollen die Parameter angepasst werden, um die erwartete
Leistung zu erreichen.
Für weitere Details siehe 1111.
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Abb. 2.12: Nicht linear sepcrierhare Daten im 2-dimensionale Raum.

2.2.5 Zusammenfassung

Im Vergleich zu dem Viola&Joß(~ Ansatz ba.••iert der Ansatz von Dalal&Triggs
auf Histogrammen von orientierten Gradienten. Die Position der Gradienten wur-
de nicht betrachtet, sondern nur die Anzahl und die Richtung von Gradienten.
Trotz des Infonnationsverlusts erreicht das System von Dalal und Triggs eine sehr
gute Erkennungsrate. Zur Kla.',sifikation wird eine lineare SVM verwendet. Mit
anderen Kemels wird die Hitrate verbessert aber dafiir steigt die Detektionszeit.
Der Vorteil des Verfahrens ist die Stabilität. Solange die Form des Objekts vor-
handen ist, kann das Objekt mit genügend Trainingsdaten eingelernt und erkannt
werden. Allerdings ist die lange Detektionzeit ein Nachteil, da rur jedes Fenster
das Gradientenhistogramm berechnet und danach durch den SVM-Klassifikator
untersucht werden muss.

2.3 Anwendung der Klassifikation

Um Obcrköper in einem Bild zu detektieren miis.'lCnverschiedene Suchfenster mit
verschiedenen Größen und an verschiedenen Orten des Bildes anhand des Kla.••.••ifi-
kators iiberprüft werden. Das bedeutet, da.'>SMerkmale mit den vorher definierten
Verfahren aus dem Fenster berechnet und extrahiert werden. Danach ist es anband
der Merkmale zu unterscheiden, ob es sich bei dem gerade geprüften Fenster um
einen Oberkörper handelt.
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Abb. 2.13: Anwendung der Klassifikation

JOOffi Fenster hat die Koordinaten (x,y), die Breite w und die Höhe h. Die In-
itialisierung ist der Startwcrt für (x,y) und die Mindestgrö~ des Fensters. Die
l.Itcration wird durchgeführt, in dem alle Fenster mit der Mindestgröße von der
Anfangspostion bis zum Ende des Bildes überprüft werden (siehe Abbildung 2.13).
Es kann von unten nach oben oder umgekehrt und von links nach rechts oder um-
gekcrt durchgeführt werden. Die Größe der Schritte entscheidet über die Genauig-
keit des Detektors und deshalb auell über die Hitrate und die Falschalarmratc. Je
größer der Schritt, desto grober ist die Detektion. Die nächsten Iterationen funk-
tionieren genau wie die l.Iteration nur mit anderen Fenstcrgro£en. Diese Größe
ist von einem vorher definierten Skalierungsfaktor abhängig. Das Scanen wird
so lange durchgeführt, bis Abbruchkriterien erfiillt sind. Das bedeutet, dass ein
Objekt im Bild mehrere Male gescannt wird und deshalb auch mehrere Male er-
kannt werden kann. Zur Vermeidung dieses Effekts wird ein sogenannter Parameter
min_neighbar festgelegt, der angibt, wie viele Male ein Objekt in einer lokalen
Nachbarschaftsregion mindestens detektiert werden muss, damit es als Objekt in
der endgültigen Entscheidung erkannt wird.
Die Parametisienmg des Detektors beim Scannen des Bildes ist sehr wichtig. Sie
entscheidet über die Leistung und die Geschwindigkeit des Detektors. Je genau-
er der Detektor funktioniert, desto länger ist die Laufzeit. Auch die Hitrate und
die Falschalarmrate erhöhen sich. Deshalb ist es nötigt, ein Trade-Off zwischen
Hitrate, Falschalarmrate und Geschwindigkeit zu finden.
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3 Daten und Annotation

Bei den DetektionMufgabcn spielen die Evalutionsdaten eine große Rollen. Sie
entscheiden sowohl über die Leistung als auch das Potential des Denen Systems.
In dieser StIldienarbeit werden zwei verschiedene Datensätze verwendet, um die
Systeme zu trainieren und zu evaluieren. Beide bestehen aus Bildern von Vi-
deooequenzen. Im folgenden Kapitel wird beschrieben, wie die Daten rur unsere
Bewertung verwendet lind wie die Annotationen durchgeführt werden.

3.1 Daten

Für die Bewertung wurden zwei verschiedene Datcllsätze verwendet. Während der
l.Datensatz aus Vidcosequcnzen von einzelnen Mitarbeitern entnommen wurde,
besteht der 2.Datensatz aus Bildern der Videooquenzen von ven>ehiedellcn Mee-
tings im intelligenten Raum des Instituts.

3.1.1 1.Datensatz

Dieser Datensatz besteht aus 7 verschiedenen Vidcosquenzen VOll 7 verschiedenen
Mitarbeitern, die auf dem Flur des Instituts aufgenommen wurden. Die Kamera
steht in Kopfböhe (llngefahr 1m80). Die Videosquenzen dauern durchschnittlich
jeweils 1 Minute und bestehen durchschnittlich aus 900 Frames. Von jeder Sequenz
wird jedes 5.Frame als Tffitbild bzw. Trainingsbild verwendet. Die Bilder haben
eine Auflösung von 64Ox480 Pixel und das Fonnat RGB. Ein ßeispicL<;bild dffi
l.Datensatzes ist in der Abbildung 3.1 zu sehen.

Die Videosequenzen werden von 1 bis 7 nummeriert. Die Tabelle 3.1 stellt die
Am:ahl Bilder und Oberkörper in Frontalaufnahme fiir jede Videosequenz dar.
Alle Frontaloberköper dieser Bilder werden annotiert, ausgeschnitten und als Trai-
ningsdaten verwendet.
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Ahb. 3.1: Ein Bild aus dem l.Datensatz

Videoseqllcnz 1 2 3 4 5 6 7
Anzahl Bilder 173 94 211 136 167 218 186

Anzahl Frontaloberkörper 46 29 61 34 49 100 50

Tabelle 3.1: Die Anzahl aller Bilder und dazugehöriger Frontaloberkörper im 1.
Datensatz

3.1.2 2.Datensatz

Im Vergleich zum 1. Datensatz ist der 2. Datensatz deutlich komplexer. Er besteht
aus 40 verschiedenen Videosequcnzen von 10 verschiedenen Meetings im intelli-
genten Raum des Instituts. Jedes Meeting wurde von 7 verschiedenen Kameras
aufgenommen. Für diese Bewertung wurden 4 Kameras, an den oberen Ecken des
Ra,ums, in einer Höhe von 2,70 m, verwendet. 4 mögliche Bilder von den Kameras
in einem Zeitpunkt ist in der Abbildung 3.2 zu sehen. Wie die Bilder im 1. Da-
tensatz haben diese Bilder auch die Auflösung von 64Ox480 Pixel und das Fonnat
RGB. Die Videosequenzen dauern durchschnittlich jeweils 10 Minuten bzw. beste-
hen aus 9000 Frames. In dieser Arbeit wurden nur die ersten 2000 Frames als Test-
bzw, Trainingsbilder verwendet, da die Annotation der Bilder sehr zeitaufwändig
ist.
Jedes 15te Frame (1 s) in den Vidcoscquenzen der sieben ersten Meetings wird
als Trainingsbild verwendet. Hier werden alle Oberkörper in verschiedenen Ori-
entierungen annotiert, ausgeschnitten. In dieser Studiellarbeit wird die Drehung
des Oberkörpers in 8 Klassen aufgeteilt. Falls der Oberkörper zur Kamera eine
Drehung von -22,5 Grad bis 22.5 Grad bzw. -162,5 bis 162,5 Grad hat, wird er zur
Kla.<;.<>e0 Grad bzw. 180 Grad eingeordnet. FaIL~der Oberkörper im Vergleich zur
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Abb. 3.2: 4 mögliche Bilder von den Kameras in einem Zeitpunkt

Kamera einen Winkel von 45 (~ 22.5) Grad ( oder 90 (~ 22.5), 135(~ 22.5) Grad)
hat und nach links gedreht ist, dann wird der Oberkörper zur Klasse +45 Grad (
oder +90, +135 Grad) eingeordnet. Umgekehrt, falls der Oberkörper rechts ge-
dreht ist, wird er zur Klasse -45 Grad (oder -90, -135 Grad) eingeordnet.
In diesem Datcllsatz ist die An7.ahl von Ober köpern mit entsprechenden Klassen
zum Trainieren in der Tabelle 3.2 zu sehen.

Klasse(Grad) 0 45 90 135 IBO -45 -90 -135
Anzahl Oberkörper 569 394 270 244 455 :l.11 83 330

Tabelle 3.2: Die Anzahl der als Trainingsdaten verwendeten Oberkörper im 2.
Datensatz

Aus.o;;erdemwerden 1946 Bilder annotiert, ausgeschnitten und als negative Trai-
ningsbilder verwendet. Einige Beispiele rur positiven Trainingsbilder sind in der
Abbildung 3.3 zu schen.

Abb. 3.3: Einige positive Trainingsbilder aus dem 2.Datensatz

Jedes 75te Frame (5 s) der Videosequenzen der letzten 3 Meetings wird als Testbild
verwendet. Insgesamt gibt es 324 Testbilder mit 710 Oberkörper mit verschiedenen
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Orientierungen. Die Tabelle 3.3 stellt die Anzahl der Oberkörper in dazugehörigen
KI~....endar.

Klasse(Grad) 0 45 90 135 180 -45 -90 -135
Anzahl Oberkörper 138 101 51 103 82 97 35 113

Tabelle 3.3: Die Anzahl der als Testdatcn verwendeten Oberkörper im 2. Datensatz

3.2 Annotation

Allgemein wurden alle Annotationen auf den Originalbildern durchgeführt. Jede
Annotation besteht aus einem Fenster, da..<;den Kopf und den Oberkörper der
Person umfasst. Die 4 Kanten des Fensters werden wie folgt bestimmt:

• die obere Kante ist die horizontale Tangente zu dem Kopf

• die untere Kante ist parallel zu der oberen Kante und schneidet auf Höhe
der unteren Achsel

• die linke bzw. rechte seitliche Kanle schneiden die äußersten Punkte der
Schultern bei den Klas..'iCD von 0, 45,90, 135 und 180 Grad bzw. von -45, -90,
-135 Grad

Wichtig ",,,,tzur Vermeidung von Verzemmgen, dass das Fenster so angepa.<;,stwird,
da.<;,ses ein Quadrat bildet. Die Fenster werden je nach Drehung des Oberkörpers
in ensprcchende Klassen aufgeteilt.
Die Gröi.e der Fenster ist verschieden und abhängig von der GröEc des Oberkör-
pers. In dieser Studienarbeit wurden nach der Annotation den Fenstern zusätzlich
noch ein Rand auf jeder Seite hinzugefügt, dann wurden sie aus dem Bild aus-
geschnitten und auf 8Ox80 bzw.20x20 skaliert. Bei dem l.Datensatz beträgt der
Rand 10 % der Größe des Oberkörpers, während bei dem 2.Datensatz mit 2 ver-
schiedenen Größen von Rand experimentiert wurde. Beim LVersuch beträgt der
Rand 10 % der Größe des Oberkörpers und beim 2.Versuch 20 %.
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4 Experimente

4.1 Vorbereitung

Um einen relativen Vergleich zwischen den oben genannten Ansätzen durchzu-
führen werden zwei verschiedene Systeme traniert und evaluiert. Das 1. System
basiert auf dem Ansatz von Viola & Jones, während das 2. System auf dem HOG
Ansatz basiert.

4.1.1 Klassifikatorkaskade (Viola&Jones)

Für dieses System wird die Implementierung von OpenCV (1121)verwendet. Das
System besteht aus 3 Hauptteilen.
Im 1. Teil werden die Traioingsdatcn vorbereitet. Hierbei ist die Größe des Oberkö-
pers festgelegt. Diffie FestIegung ist nicht nur für die gesamte Trainingsphase sehr
wichtig sondern auch für die Testphase. Dabei gilt, je gröter die Trainingsbilder
sind, desto länger ist die Trainingszeit. Aus diesem Grund werden in unserem Fall
alle Experimente mit Oberkörper bildern durchgeftihrt, die auf die Größe 2Ox20
skaliert wurden.

Der 2.Teil ist die Trainingsphase. Die wichtigen zu bt-"OaChtendenParameter sind:

• Anzahl von Splits (nsplits): Dieser Parameter gibt an, welche Arten von
schwachen Klassikatoren in jedem Stage verwendet werden. Im Fall nsplits
= 1, verwendet jeder schwache Klassifikator nur ein einziges Merkmal. Falls
nsplits > 1, wird eine binäre Baumstruktur als schwacher Klassifikator ver-
wendet, wobei bei jedem Knoten ein Merkmal und da7.ugehöriger Schwell-
wert angegeben werden .

• Anzahl von Stages (nstages): Dieser Parameter gibt die Anzahl von Stages
in der Kaskadenstruktur an .

• Im OpenCV ist zu unterscheiden, welche Merkmale für die Klassifikatoren
verwendet werden. Zur \Vahl stehen hier Original-Merkmale von Viola&Jones
und die erweiterten Merkmale von R. Lienhart

• Breite und Höhe von Trainingsbildem
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• Minimale Hitrate pro Stage

• Maximal erlaubte Falschalarmrate pro Stage

• In OpcnCV wenlen 3 vcrschieJcnc Versionen des Boosting-Algorithmus im-
plementiert. Deshalb ist es auch wichtig zu unterscheiden, welche Version im
gesamten Experiment verwendet wird.

(Für weitere Parameter siehe Anhang A)

Der 3. Teil ist die Testpha.<;e. Entscltcidcnde Faktoren dieses Teils sind die Parame-
ter fiir die Skalierung und die Mindestgröße des Suchfensters. Mit gut angepassten
Parametern wird die Hitrate erhöht und die Falschalarmrate erniedrigt. Außerdem
spielt der Parameter min_neighbors eine große Rolle (siehe Kapitel 2.3).

4.1.2 HOG

Die Implementierung von "INRlA Object Dctection and Localization Toolkit" von
Dalal ((14]) wird für das 2.System verwendet. Dabei ist die frei verfügbare SVM-
Bibliothek SVMLight [131 für das Lernen und die Klassifikation zuständig. Wie
das l.System enthält dieses System auch 3 Haupteile.

Der I.Teil bereitet die Trainingsdaten für den SVM Klassifikator vor. Die Merkma-
le werden extrahiert, berechnet und in das richtige Fomlat (für mehr Details siehe
1131)gebracht. Viele wichtige Parameter liegen in diesem Teil, da hier entschieden
wird, welche Größe die Trainingsbilder, die Cells und die Blöcke haben und wie
groß die Überlappung ist. Die wichtigen zu booachtenden Parameters sind:

• Auflösung einer Zelle

• Anzahl von Zellen in einem Block

• Anzahl von Orientierungs behältern im Histogramm

• Größe der Blockverschiebung

• Glättung bei der Gra.dientenberedmung

• Normali"ienmgsmethode

• Methode zur Gradientenbercchnung

Der 2.Teil ist für die Lernphase zuständig und aus diesem Grund kommt das
SVMLight- Tool zum Einsatz. In diesem Fall wird ein linearer Klassifikator trai-
niert lind deshalb ist, wie im Kapitel 2.2.4 erwähnt, das Verhältnis zwischen c+
und c_ ein wichtiger Parameter.

Der 3.Teil ist die Testphase. Die folgenden Parameter sind wichtig und entscheiden
über die Hitrate und die Falschalannrate.
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• Schwellwert des Klassifik.1.tors

• Mindestgrößc des Suchfensters

• Skalienmgsfaktor des Such fensters

• Verschiebung des Suchfensters

Anhand der Tranings- und Testdaten wurde die Auflösung der Oberkörper für da.."i
Training auf 8Ox80 angesetzt.

4.2 Evalutionsmethode

4.2.1 Bewertung

Hitf Falschalarm-Berechnung

Um zu entscheiden, ob das detektierte Fenster ein Treffer (Hit) oder ein faL<;eher
Alarm ist, soll die gemeinsame Fläche zwischen den detektierten und referenzier-
teD Fenstern berechnet werden. Angenommen, das detektierte Fenster bzw. da..,
referenzierte Fenster hat die Fläehe A bzw. B. Die gemeim,ame Fläche soll G sein.
Der Score S ist wie folgt definiert:

1 G G
S = Z'(A + B) (4.1)

Falls S 2: 0.7 wird entschieden, da."lSes ein Hit ist, falL.,S < 0.7 dann wird es als
falscher Alarm abgewiesen. In dieser Studienarbcit wird die FaLrlalannrate aL.,die
Anzahl der falsch detektierten Oberkörper pro Bild berechnet. Die Hitrate ist der
PrO'.lent der detektierten Oberkörper von gesamten Oberkoper im Testsätzen.

Konfusionsmatrix

Da es ftir Oberkörper kein festes Muster der Erscheinung gibt, werden die Ober-
körper im 2.Datcnsatz in verschiedene Klassen je nach ihrer Orientierung einge-
teilt. Für jede Klasse wird ein Klassifkalor trainiert. Die Bewertung von jedem
Klassifikator wird so erstellt, dass die Falschalarmrate in verschiedenen Klassen
aufgeteilt wird. Beispielsweise wird ein 0 Grad Oberkörper Klassifikator evaluiert.
Die Hitrate stellt die Anzahl von detektierten Oberkörpern mit 0 Grad Orien-
tierung dar. Die Falschalarmrate ist die Summe der Anzahl Al der detektierten
Oberkörper der anderen Kla."lSenund der Anzahl A2 der detektierten Objekte, die
keinen Oberkörper darstellen. Von Al wird festgehalten, welcher Klasse die anno-
tierten Oberkörper zugeordnet wurden. Mit anderen Klassifikatoren wird genauso
vorgegangen und dadurch entsteht eine Konfusionmatrix, die in der Tabelle 4.1
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exemplarisch dargestellt ist.
In der l.Zeile stehen alle möglichen Klas."iC1l der Orientierung, in der sich die Re-
fercnzoberkörper befinden können. '-' bedeutet, dass das eV'"d.luierle Fenster keinen
Oberkörper darstellt. Die l.Spalte ist die Li<;te aller Klassifikatoren, die trainiert
wurden. Beispielweise kann die 4.Zeile wie folgt interpretiert werden:
Der 135 Grad Oberkörperklassifikator wird im gesa.mten Trntset evaluiert. 25 %
der gesamten Oberkörper in Orientierung von 0 Grad, 29 % von 45 Grad, 47 %
VOll 90 Grad, 37 % von 135 Grad, 68 % von 180 Grad, 14 % von -135 Grad, 33
% von -90 Grad, 45 % VOll -45 und durchschnittlich 1.1 falsche Alarme pro Bild
wurden detektiert.

Kla.'iSC 0 45 90 135 IBO -135 -90 -45 -

0 x x x x x x x x x
45 x x x x x x x x x
90 x x x x x x x x x
135 0.25 0.29 0.47 0.37 0.68 0.14 0.33 0.45 1.1
180 x x x x x x x x x
-135 x x x x x x x x x
-90 x x x x x x x x x
-45 x x x x x x x x x

Tabelle 4.1: Eine mögliche Konfusionmatrix

Mit Hilfe der Konfusionsmatrix wird heralL'igefunden, wie viele Oberkörper tat-
sächlich von allen Klassikatoren detektiert wurden und wie hoch die Falschalann-
rate ic;t. Für die Berechnung der klassenunabhängigen Hit- und Fale;;ehalarmraten
werden die Hitrate und die Fal.schalarmratc aller Kla.<;sifikatoren werden so zusam-
menaddiert, dass jedes Fenster des Testbildes höchsten einmal detektiert wird.
D.h., falls ein Fenster vom 0 Grad Kla.~"iifikator und vom 45 Grad Klassifikator
detektiert wird, wird es nur einmal im Gesamtergebnis aufgenommen.

4.3 Ergebnisse

4.3.1 1. Datensatz

Um die beiden Systeme zu trainieren und zu evaluieren wird bei dem l.Datensatz
das Verfahren Round-Robin durchgeftihrt. Da der Datensatz aus 7 verschiede-
nen Videoscquenzen mit 7 verschiedenen Personen besteht, werden dementspre-
chend 7 Iterationen durchgeführt. Bei jeder Iteration werden die Oberkörper von
6 Videosequenzen als Trainingooaten und die Bilder der letzten Videosequenz als
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TestshHder verwendet. Das endgültige Ergebnis ist das durchschnittliche Ergebnis
von allen 7 Iterationen. Bei diesem Experiment wurden nur frontale Oberkörper
zum Trainieren verwendet.
Die Experimente wurden teilweise auf 5 QlIadcore-Computern durchgcflihrt, wo-
bei jeder Gore die Taktfrequenz von 2.4 GHz und 4 MB Cache hat.

Kiassifikato<kaskaden

Die Parameter des l.SystclIls werden angepasst, so dass das System folgende Ei-
gen.<;ehaften besitzt:

• Alle Oberkörper werden auf die Größe 2Ox20 skaliert.

• Bei jedem Stage verwendet jeder schwache Klassikator ein einziges Merkmal.

• Der gesamte Klassifikator wird aus 17 Stage aufgebaut.

• minimal zu erreichende Hitrate pro Stage ist 0.995

• maximal erlaubte Falschalarrnrate pro Stage ist 0.5

• GentIe Adaboost wird verwendet

• Erweiterte Merkmale werden verwendet.

Die Trainingspha...e wurde mit 7 verschiedenen Klassifikatoren paralell auf 5 Quadcore-
Computer durchgeführt. Um einen Klassifikator fertig zu trainieren, wurden durch-
scnnittlich 15 Minuten benötigt. Das folgende Ergebnis (siehe Tabelle 4.2) wurde
erhalten.

Iteration 1 2 3 4 5 6 7 Gesamtergebnis
nitrate 0.3 0.89 0.75 0.85 0.86 0.51 0.88 0.72

FaJschalannrate 0.26 0.14 0.21 0.44 0.2 0.28 0.44 0.28

Tabelle 4.2: Ergebnis des l.System.q mit dem l.Datensatz

Das 1. System erreicht eine maximale Hitrate von 89 %, während die minimale
erreichte Falschalarmsrate 0.14 pro Bild ist. In der Abbildung 4.1 ist ein Beispiel
mit detektiertem Oberkörper zu sehen. Bei der 1. und 5. Person kann das System
nur eine Hitrate von 30 % bzw. 51 % erreichen. Der Grund liegt darin, dass die
Anzahl der Trainingsbilder in diesem Experiment relativ gering ist. Au~rdem ist
ein Problem bei dem Kontrast zu sehen. Bei der l.Pcrson ist die Farbe des Hemdes
ähnlich wie die Farbe des Lichtes im Raum. Die 5. Person hat ein T-Shirt an, bei
dem die Schultern frei sind. In der 1. Hälfte der Vidcosequenz war der Hintergund
hellblau und deshalb wurden die meisten Oberkörper erkannt. Im Gegensatz dazu
war der Hintergrund in der 2.Hälfte der Vidcosequenz eine Tafel, deren Farbe zur
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Abb. 4.1: Ein Beispielbild mit delektieren Oberkörper im 1. Datensatz

Hautfarbe ähnlich ist, und die meiste Zeit wurde der Oberkörper nicht erkannt. Es
lässt sich feststellen, dass zu geringer Kontrast zwischen Vorder- und Hintergund
eine Ursacbe für schlechte Erkennungsraten ist. Eine mögliche Lösung dame ist, so
viele Bilder wie möglich in verscJIiedener Helligkeit und Kontra.<;t zum Trainieren
zu verwenden.

HOG

Die Paramter des 2. Systems werden wie folgt angepa.">St:

• Jede Zelle hat die Auflösung 4x4 Pixel (ry = 4)
• Jeder llIock besitzt 2x2 Zellen (( = 2)

• Die Blockverschiehung beträgt 4 Pixel, d.h. 50 Prozent des Blocks wird
überlappt

• Die Orientierung jedes Pixels wird gleichmäßig 9 Behältern von 0 bis 180
Grad zugeordnet (ß = 9)

• L2Hys als Nonnalisierungsmethode

• RGB_sqrt als Gradientenbercchnungsmethode

Anhand der Ergebnissen von Dalal & Triggs wird gezeigt, dass ß = 9, L2Hys,
RGB_sqrt und Blocküberlappung = 50 % die passende Paramenter rur die Er-
kennung von Menschen sind. In den Experimenten von Dalal & Triggs haben die
Suchfenster eine Auflösung von 128x64 Pixel und deshalb werden die Parameters
17 = 8 und <; = 2 verwendet. In unserem Fall hat da.,,>Suchfenster eine kleinere
Auflösung (8OxBO Pixel) und damit auch ein kleineres 17 (=4).
In der Trainingspha. .•e wurden alle Klassifikatoren sequenziell auf einem Quardco-
re Computer trainiert, wobei wegen der Nichtparallelität der Berechnung nur ein
Core verwendet wurde. Die gesamte Trainingszeit beträgt 5 Minuten. Die Ergeh-
nL<,seder Testphase sind in Tabelle 4.3 dargestellt.
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Iteration 1 2 3 4 5 6 7 Gcsatmergebni<;
Hitrale 0.89 0.93 0.85 1 0.92 0.94 1 0.93

Falschalannratc 0.24 0.26 (J.27 0.49 0.11 0.29 0.27 0.3

Tabelle 4.3: Ergebnis des 2.Systems mit dem l.Dalensatz

Die maximal erreichte Hitrate des 2. Systems ist 100 %, während die minimale
Falschalarmrate 0.11 pro Bild ist. Die durchschnittliche Hitrate ist 93 % und die
FaL"lChalarmrate i"t 0.3 pro Bild. Ein Beispiel-Bild ist in der Abbildung 4.2 zu
sehen. Die meisten falsch delektierten Fenster sind Oberkörper t die nicht in Fron-
talansicht sondern in davon verschiedenen Orientierungen sich befinden.

Abb. 4.2: Beispielbild: Mit 2.system delektierteT Oberkörper des 1. Datensalzcs

Bei der 4. Person ist die FaL"lChalarrnralcetwas höher als bei den anderen, da ein
falscher Alarm mehrere Male in der ßildsequenz evaluiert wurde.

4.3.2 2. Datensatz

Bei dem 2.Datensatz lassen sich die Ergebnisse durch Konfusionsmatrizen darstel-
leu. Für beide Ansätze werden genau 5 verschiedene Kla..•.<;ifikatoren für verschie-
dene Ansichten des Oberkörp(~rs (Orientierung von O. 45. 90. 135 und 180 Grad)
trainiert und evaluiert. Um Oberkörper mit negativer Orientierung zu detektie-
ren, werden die Bilder um die in der Mitte des Bildes liegende y-Achse rotiert und
lassen sich damit durch die Klassifikatorcn für 45, 90 und 135 Grad Orietierun-
gen erkennen. Am Ende werden die Ergebnisse der verschiedenen Klassifikatoren
zusammen getragen.
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Klassifi ka tOl"kaska den

Fiir den komplexen 2.Datcnsatz werden die Parameter des l.Systems folgender-
maien angepasst:

• Alle Oberkörper werden auf der Gröl?e 2Ox20 skaliert .

• Jeder schwache Klassikator verwendet eine ßaumstmktur mit 2 Tenninal.
knoten .

• Der gesamte Klassifikator wird aus 17 Stage aufgebaut .

• Minimal zu erreichende Hitrate pro Stage ist 0,995 .

• Maximal erlaubte Falschalarrnrate pro Stage ist 0.5.

• Gentle Adaboost wird verwendet

• Erweiterte Merkmale werden verwendet.

Da der 2.Dalensatz viel komplexer als der 1. ist, verwendet jeder schwache Klassi-
fikator des l.Systems eine Baumstruktur mit 2 Terminalknolen. Damit spielt bei
schwachen Klassifikatoren nicht nur ein Merkmal allein sondern auch die Kombina-
tion von 2 Merkmalen eine Rolle bei der Entscheidung. Im Laufe der Experimente
hat sich gezeigt, das ein System mit Baumstruktur eine bessere Hitrate liefert.
Bei der Tcstphase werden die Testbilder 1.5-fach verkleinert. Der Gnmd daflir
liegt in Jer Trainingspha.<>e, in der die Oberköperbilder auf 2Ox20 skaliert und da-
mit auch geglättet werden. Der entscheidende Punkt dabei ist, dass damit auch
das Testbild geglättet wird. Die ErgebnL-<iSSCder Experimente haben gezeigt, dass
die Hitrate tatsächlich verschlechtert wird, falls das originale Testbild ohne Ver-
kleinenmg direkt evaluiert wird. Die Mindestgrößc des Such fensters beträgt 4Ox40
Pixel, der Skalierungsfaktor ist 1.01 und 'min_neighbors ist 3. Mit diesen Para-
metern wurden 5 Klassifikatoren parallel auf 5 verschiedenen Quadcore-Computer
trainiert. Durchschnittlich dauert das Training 20 Stunden. Das Gesamtergebnis,
bei dem den Trainingsbildern zusätzlicher Rand von 20 % beigefügt wurde, wird
als Konfusionmatrix in der Tabelle 4.4 dargestellt. Bei der Testpha.-re benötigt das
System pro Bild mit einer Auflösung von 640x480 Pixel 0.47 s. Insgesamt haben
die 5 verschiedenen Klassifikatoren 568 von 710 Oberkörpern (d.h. 80 %) und 2.5
falsche Alarme pro Bild detektiert. Eine mögliche Szene ist in der Abbildung 4.3
zu sehen.
In dieser Arbeit wurde auch ein Leistungsvergleich zwischen zwei verschiedenen
Randgrößen von 10 % bzw. 20 % Rand durchgeführt. Die gesamten Ergebnisse
sind in der Tabelle 4.5 zu schen. Hieraus Iä.<;gtsich folgern, da.<;gKla.<;gifikatoren,
die Trainingsbilder mit 20 % Rand zum Trainieren verwenden, eine bessere Hi-
trate von bis zn 5 % mit fast gleicher Falschalarmrate habeil. Deshalb lässt sich
feststellen, das..'idie Randgröße der Trainingsbilder einen Einfluss auf die Leistung
der Klassifikatoren hat.
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Klasse 0 45 90 135 ISO -135 -90 -45 -
0 .68 .26 .31 .12 .26 .22 .37 .26 .70

45 .36 .51 .41 .12 .10 .22 .36 .35 .81

90 .14 .25 .53 .09 .13 .17 .35 .11 .40

135 .14 .16 .17 .25 .37 .53 .37 .12 .74

180 .07 .11 .10 .12 .49 .20 .16 .04 .19
-135 .17 .16 .25 .14 .39 .56 .51 .15 .70

-90 .14 .12 .31 .24 .21 .43 .46 .33 .51
-45 .32 .22 .27 .13 .62 .40 .63 .65 .60

gesamte Hitrate .85 .70 .88 .60 .89 .90 .86 .81

Tabelle 4.4: Ergebnis des l.Systems mit dem 2.Datensatz

Abb. 4.3: Bcispielbild: Mit l.System detektierter Oberkörper des 2. Datensatzcs

Ranrlgröf.c der Trainingsbilder 10% 20 %
Hitrate .75 .80

Falschalarrnrate 2.4 .2.5

Tabelle 4.5: Gesamtergebnis des l.SystCIllii mit dem 2.Da.tensatz und 2 verschie-
denen Randgröten.
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Kla.<;se 0 45 90 135 180 -135 -90 -45 -
0 .83 .30 .08 .1 .35 .2 .31 .33 .55
45 .46 .55 .5 .31 .26 .32 .17 .43 .52
90 .24 .42 .86 .32 .18 .05 .26 .08 .52
135 .2 .25 .42 .48 .39 .08 .2 .21 .44
180 .43 .22 .1 .22 .49 .32 .17 .28 .48
-135 .16 .12 .08 .09 .3.1 .77 .37 .26 .42
-90 .17 .09 .1 .09 .24 .46 .71 .44 .43
-45 .51 .18 .14 .16 .42 .52 .57 .72 .64

gesamte Hitrate .92 .66 .88 .63 .82 .87 .83 .87

Tabelle 4.6: Ergebni.<; des 2.systems mit dem 2.Datensatz

HOG

Die Parameter des 2.Systems werden angepasst, so da.'iS das System wie folgt
funktioniert:

• Jede ZeHe hat eine AuflÖ6ung von 4x4 Pixels.

• Jeder Block besitzt 2x2 Zellen .

• Die Blockverschiebullg i<;t 4 Pixel, d.h. 50 Prozent der Blocks wird überlappt.

• Die Orientierung jedes Pixels wird gleichmäiig 9 ßehältem von 0 bis 180
Grad zugeonlnet .

• L2 als Nonnalisierungsmethode

• RGB_sqrt als Gradientenbercchnungsmcthode

Bei der Tcstpha.<;c hat da.<;2.Systern folgende Parameter:

• Mindestgröte des Such fensters ist 8OxBO Pixel

• Verschiebung des Suchfensters ist 4 Pixels

• Skalienmgsfaktor ist 1.2

• Endfaktor der Skalicrung ist 4

Mit dcn oben genannten Parametern lieferte das 2.Systcm eine Hitrate von 80.9
% und 1.9 falsche Alarme pro Bild. Das detaillierte Ergebnis ist in der Tabelle 4.6
zu sehen.
Um die Falschalannrate zu erniedrigen, wurde da.<;System nach der Traingsphase
noch einmal trainiert. Diese 2.Trainingstteration wurde schrittweise folgenderma-
ßen durchgeführt:

• 1.Schritt: Vorbereitung von Hintergrundbildern, in denen schwierige Nega-
tivbeispielc gesucht werden.
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K1",,'le 0 45 90 135 180 -45 -90 -135 -

0 .72 .22 .04 .05 .13 .24 .25 .28 .31
45 .64 .53 .38 .2 .22 .19 .22 .41 .31
90 .51 .54 .88 .34 .18 .06 .19 .31 .32
135 .29 .26 .44 .55 .43 .19 .34 .26 .21
180 .49 .15 .08 .16 .39 .19 .25 .26 .18
-135 .3 .20 .14 .1 .33 .66 .46 .3 .33
-90 .4 .16 .14 .09 .26 .44 .74 .53 .24
-45 .5 .22 .18 .11 .26 .39 .49 .72 .28

g~te lIitrate .91 .72 .88 .66 .74 .83 .80 0.92

Tabelle 4.7: Ergebnis des 2.Systcms mit dem 2.Datensatz nach dem 2.Training

Abb. 4.4: Beispielbild: Mit 2.Systcm detektierten Oberkörpern des 2.Datcnsatzes

• 2.Schritt: Die zuvor trainierten Klassifikatoren scannen alle Hintergrundbil-
der .

• 3.Schritt: Da auf den Bilder nur Hintergrund zu schen ist, sind alle de-
tektierten Fenster falsche Alarme. Diese Fenster werden aus den Bildern
ausgeschnitten und als Negativbeispiele bei der 2.Iteratioll des Trainings
verwendet .

• 4.Schritt: Das System wird noch einmal mit den nellen schwierigen Negativ-
beispiele trainiert.

Nach dem Trainieren wurde das System mit den Testdaten evaluiert und lieferte
das in der Tabelle 4.7 zu sehende Ergebnis.
Insgesamt wurden 573 von 710 Oberkörpern (d.b. 80,7 %) lind 0.9 falsrbe Alar-
me pro Bild detektiert. Eine mögliche Szene ist in Abbildung 4.4 zu sehen. Für
jedes Bild mit einer Auflösung von 64Ox480 Pixeln benötigt das System 2.88 mit
einem COTedes Quadcore-Computers. Gcnau wie beim l.Systcm wurde hier mit
verschiedenen Randgrößen experimentiert. Das gesamte Ergebnis ist in der Ta-
belle 4.8 zu sehen. Das Ergebnis zeigt, dass bei dem 2.Systcm die Ranugröße der
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Randgröße der Trainingsbilder 10% 20 %
Hilrate .77 .80

Falschalarmrale 1.1 0.9

Tabelle 4.8: Gesamtergebnis des 2.Systems mit nem 2.Datensatz und 2 verschie-
denen RandgrößeIl.
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Abb. 4.5: Zusammenhang zwischen Hitrate und Falschalannrate durch die Ände-
rung des Schwellwcrtes der Klassifikaloren

positiven Trainingsbilder eine Rolle spielt. Bei einer Randgröße von 20% ist die
Bitrate 3 % höher und die Falschalarmrale 0.2 falscher Alarm pm Bild kleiner als
bei der Handgröße von 10 %.
Außerdem spielt beim HOG System der Schwcllwerl der Klassifikatoren eine große
Rolle. Es gilt, je größer der Schwellwert, desto kleiner sowohl die Falschalannrale
als auch die Hitrate. Durch einen gut gewählten Schwellwerl ergibt sich ein gutes
Ergebnis. In der Abbildung 4.5 ist der relative Zusammenhang zwischen Bitrate
und Falschalarmrate durch die Änderung des Schwellwerts des Klassifikators zu
sehen.
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4.4 Analyse

Die Detektion von Oberkörpern stellt eine intcrcsssante Lösung rur verschiede-
ne weitere Aufgaben dar, wie zum Beispiel die Dctcktion von Körperdrehungen.
Anhand der Ergebni<;se kann man sehen, dass heide Ansätze mögliche Lösungen
für die Problem.<;tcllung sind. Außerdem zeigte sich, dass die Oberkörperdetektion
mit verschiedenen Orientierungen lind Oberkörpcrdrehungschätzungen besonders
schwierig ist, wenn sich in der Umgebung viele andere Dinge oder sogar andere
Körper befinden. In dieser Situation existiert kein festes Muster und damit ist
die Wahrscheinlichkeit einer Verwcchselllng mit den Objetktcn in der Umgebung
relativ hoch. Beim l.Datensatz, hei dem nur Frontaloberköper detektiert werden
und die Daten ziemlich einfach sind, funktioniert das 2.System ganz hervorragend.
Es lieferte eine IIitrate von 93 % mit 0.3 faL<;ehenAlarmen pro Bild. Im Vergleich
dazu lieferte das l.System in 5 von 7 Fällen auch gute Ergebnisse. Die Hitra-
ten liegen zwischen 75 % und 89 % mit einer Falschalarmrate von 0.28 pro Bild.
Die anderen 2 Fällen haben nur eine Hitrate von 30 % hzw. 50 %. Das Prohlem
liegt darin, dass die Anzahl von Trainingsdaten relativ gering ist. Deshalb ist das
System nicht robust gegen gro~ Änderungen des Kontrastcs. Durch die Ergeb-
nisse des l.Datensatzes lässt sich feststellen, da ••.<;das 2.System flexibler als das
l.System ist. Mit einer gleichen, kleinen Menge von Trainingsdaten lieferte das
2.system eine bessere Leistung.
Im Vergleich zum l.Experiment ist das 2. Experiment deutlich komplexer. Die
Traingsbilder bzw. Testbilder beim 2.Datensatz sind variabler, da sich die Ober-
korper in verschiedenen Orientienmgen befinden. Aus diesem Grund gibt es kein
festes Muster ftir alle Oberkörper und deshalb ist es schwierig mit dem klassischen
Ansatz, eine gute Hitrate rur Oberkörperoetektion bei diffiCm Datensatz zu er-
reichen. Durch die Kombination von 5 verschiedenen Kla..••.,,;ifikatoren erreichen die
beiden Systeme eine Hitrate von ungefähr 80 %, aber die Falschlarmrate akkumu-
liert sich ebenfall<;. Mit der Klassifikatorkaskade ist das bestmöglich Ergebnis 80
% Hitrate und 2.5 faL<>eheAlarme pro Bild. Im Vergleich dazu hat da..<;auf HOG
basierte System als bestes Ergebnis 80.9 % Hitrate und 1.9 falsche Alarme pro
Bild. Die wichtigsten Gründe, weshalb die Falschalarmrate relativ hoch ist, sind
folgende:

• Die Anzahl der Trainingsdaten ist nicht genügend, da der Aufwand der An-
notation der Daten zum Trainieren sehr groß ist .

• Die Oberkörper überlappen sich in vielen Bildern .

• Der Mensch ist beweglich, während die andere Objekte im Haum statisch
sind. D.h. falls eines von solchen statischen Objekten als Oberkörper erkannt
wird, ist es in der gesamten Bildsequenz ein falscher Alarm. Ein Beispiel da-
für ist in der Abbildung 4.6 zu sehen.
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Ahb. 4.6: Ein statisches Objekt wurde als Oberkörper in der ganzen ßildsequenz
erkannt.
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Unter der Bedingung, dass ein statisches Objekt bei mehrmaliger Erkennung nur
einmal aL.• falscher Alarm in das Gesamtergebnis einbmogen wird, erscheint die
Leistung der Systeme nochmals besser. Da.<;unter dieser Bedingung erhaltene Er-
gebnis ist in der Tabelle 4.9 zu sehen.

Ergebnis Hitrate Falschalarmrate
I.System .80 0.6
2.systcm .80 0.38

Tabelle 4.9: Gcscuntergcbnis des 1. und 2. Systems unter der Bedingung, da.'iS sta-
tische Objekte nur einmal innerhalb einer Bild<;equenz als falscher Alarm gezählt
werden.

Anband der Ergebnisse ist die Leistung des 2.Systems besser als die des I.Systems.
Allerdings ist das 2.System deutlich langsamer. Während das 2.System pro Bild
mit dem schon oben erwähnten Rechner 2.58s benötigt, ist die Dctcktions7.eit des
l.Systems pro Bild nur durchschnittlich 470 ms. Allerdings ist die Trainingszeit
des I.Systems deutlich länger. Das ist der Grund, weshalb in diesem Fall die positi-
ven Trainingsdaten auf die Gröi.e 2Ox20 eingestellt werden müs.sen. Im Gegensatz
dazu ist die Trainingszeit des 2.systems viel kürzer und die Trainingsdaten können
auf die durschnittliche Oberköprergrößc von 8OxBOeingestellt werden.
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5 Zusammenfassung und
Ausblick

In vorliegender Arbeit wurde ein relativer Vergleich zwL<;chendem Haarkaskadcn-
Ansatz von Viola&Jones und den HOG-Ansatz von Dalal&Triggs für die Ober-
körperdetektion durchgeführt, indem 2 vorhandenen Implementierungen mit ange-
pa.."sten Parametern experimentiert wurden. Dies sind zum einen die Haar-Feature
Kla.<;.<;ifikatorkaskadentoolsder OpenCV Bibliothek und zum anderen INRlA Ob-
ject Detection and Localization Toolkit. ßeide wurden zur Oberkörperdctektion in
verschiedenen Orientierungen trainiert und evaluiert. 2 Datensätze mit steigender
Komplexität von verschiedenen Videosequcnzen wurden verwendet, um die Trai-
ningsdaten und Testdaten zu extrahieren.
Anband der Ergebnisse zeigte sich, dass heide Ansätze mögliche Lösungen fiir
die Problemstellung darstellen. Jedes besitzt eigene Vor- und Nachteile. Das auf
Haarkaskaden basierende System ist zwar schneller, hat aber die schlechteren Er-
gebnisse und deutlich längere Trainingszeiten. Im Gegensatz dazu hat das auf
HOG ba'lierende System ~"lCre Hitraten mit ausreichend niedrigen Falschalann-
raten lind eine lange Detektionzeit. Aus diesen Gründen ist es nötig, ein System
zu entwickeln, das die Vorteile von beiden oben genannten Systemen hat und die
Nachteile eliminiert.
Zukünftige Arbeiten sollten sich deshalb mit folgenden möglichen Verbesserungs-
möglichkeiten beschäftigen:
Klassifikation: In der Implemtienmg von Dalal&Triggs werden nur lineare Ker-
nelfunktionen unterstiizt. Das Ergebnis von Dalal&Triggs zeigt auch, da.'iS mit
anderen Kernelfunktionen mögliche Verbesserungen entsteheIl. Damr erhöht man
aber die Lauf_,-it.
Laufzeit: Da.'l Ergebnis von Dalal&Triggs Implementierung auf unseren Daten-
sätzen ist relative gut. Aber im Vergleich zu Haarkaskaden ist es leider nicht
echtzeitfahig. Was verbessert werden könnte, wäre die Methode zur Berrchnung
der Merkmale.
Informationsfusion: In dieser Studienarbeit wurde das 2.Experiment in einem
Smartroom durchgeführt, in dem rur die Betrachtung 4 Kameras mit fester Po-
sition genutzt wurden. Das bedeutet, dass die Informationen von 4 Kamera. •• zu-
samrnengeftihrt werden könnten. Dies wurde hier nicht gemacht, aber es wäre eine
möglicher Ansatz, um die Falschalarmrate zu erniedrigen.
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AVerwendete
Para meterkonfigu rationen

Die wichtigsten verwendeten Parameter, die für das Tranining der 2 oben genann-
ten Systeme verwendet wurden, sollen in folgenden kurz aufgelistet werden.

Ä.l OpenCV Parameter

• Anzahl von Stage -nstage 15

• maximale FaL<>ehalarmrate pro Stage -maxfalsealann 0.5

• minimale Hitrate pro Stage -minhitrate 0.995

• schwacher Klassifikator verwendet nur einen Merkmal -nsplit 1

Ä.2 HOG Parameter

Ä.2.1 Parameter für Training

• die Breite von Traingsbildern -width 80

• die Höhe von Trainingsbildem -height 80

• die Auflösung von Cells -C 4,4

• die Anzahl von CelL.• pro Block -N 2,2

• die Anzahl von Bins -B 9

• die Blocksverschiebung -G 4,4

• Die Methode zur Gradientenuerechnung -peDe rgb _ sqrt

• Art von Blocknormalisierung -Ilorm 12Hys
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A.2.2 Parameter für die Detektion

• Der Schwellwert des.Klassifikators -t 0.1
• Skalicrungsfaktor --scaleratio 1.1

• Verschiebung des Suchfensters -winstride 8

• ~'laximale Skalierungsfaktor --endscale 2.2
• Anfangskalierungsfaktor --star1scale 1

• Größe von Rand -margin 0,0

• kleinste Größe von Fcnster-avsize 60,60
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