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1 Sprachenidentifizierung: Zielsetzung und Anwendungen

1.1 Allgemeine Zielsetzung

Identifikation der Sprache eines elektronischen Dokumentes oder eines Dokumentausschnitts
(z.B. eines Abschnitts).

1.2 Dokumentformat/Dokumententypen
Grundlage: Reiner Text. Darauf aufbauend auch andere Formate.

1.3 Zweck der Identifikation

Zweck der Identifikation der Sprache ist zunéchst die Ermittlung von Metainformation zu einem
Text(-teil)

e Als direkte Information fur den Endbenutzer (alle Dokumente/Texteile mit Sprache X)

e Weiterverarbeitung

o Tokenisierung

Lemmatisierung/Stemming
Entitatenerkennung
Rechtschreibkorrektur
Thesaurus- Synonymanwendungen
alle anderen sprachabhangigen Verarbeitungsschritte

O 0O O O O

1.4  Anwendungen

¢ Information Retrieval; Suchmaschinen (Internet, Intranet)
e Vorstufe zur
o automatischen Ubersetzung
o automatischen Zusammenfassung
e Textverarbeitung (Vorbedingung fur Rechtschreibkorrektur u.a.)

2 \oraussetzungen

2.1 Daten

Woher bekommt man sauber Trainings- und Testdaten?
o Internet, z.B. Wikipedia (Dumps / von Hand gefiltert)
e Sprachspezifische Corpora

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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2.2 Ausgabe: Sprachencodes

1SO-639:
ISO-639-1 (2 Buchstaben), z.B. de, fr, ja, uk
ISO 639-2/T (/B) (3 Buchstaben) — ersetzt durch ISO 639-3
ISO-639-3 (3 Buchstaben) z.B. deu, fra, jpn, ukr

Microsoft LCID

Example:

Arabic - Saudi Arabia 0401 1025
Arabic - Algeria 1401 5121
Arabic - Bahrain 3c01 15361
Arabic - Egypt 0c01 3073
Arabic - Iraq 0801 2049

2.3 Evaluierung: Recall / Precision (Ausbeute / Prézision)

Recall und Precision sind die wichtigsten Malle zur Evaluierung von Text-Retrieval-Systemen,
und sind auch fur die Evaluation zahlreicher anderer Systeme relevant (etwa automatische
Textklassifikation).

Exemplarisch wird hier die Verwendung der beiden Werte im Falle von Text-Retrieval-Systemen
beschrieben.

Gegeben ist eine Dokumentensammlung D mit einer Zahl von Dokument Np. Fir eine gegebene
Anfrage A gibt es eine Untermenge A von Dokumenten, die N relevante Dokumenten enthélt
(diese sind z.B. durch eine manuelle Klassifizierung der Dokumente ermittelt worden).

Das System (das natirlich nicht perfekt funktioniert) findet nun fir die Anfrage A eine
Dokumentenmenge F, die Ng Dokumente enthélt. Unter diesen Dokumenten sind einige relevante
Dokumente und einige nichtrelevante.

Recall und Precision sind nun folgende Werte:

Der Recall misst, welcher Anteil der tatsachlich relevanten Dokumente tatsachlich gefunden
wurde: Er errechnet sich aus der Zahl der tatsachlich relevanten und gefundenen Dokumente, also
der Grolie der Schnittmenge aus den relevanten und den gefundenen Dokumenten, geteilt durch
die Zahl der relevanten Dokumente. Der Recall beantwortet also die Frage: Wie viele von den
Dokumenten, die das System hétte finden sollen, hat es denn wirklich gefunden?

Recall R=Nxnr/ Na (A: relevante flr Anfrage; F: gefundene Dokumente)

Die Precision ist der Anteil der tatsachlich gefundenen Dokumente die relevant waren (also
wieder die GrolRe der Schnittmenge aus gefundenen und relevanten Dokumenten) an der Zahl
aller gefundenen Dokumente - d.h. sie beantwortet die Frage: wie viele von den Dokumenten die
ich gefunden habe, sind den wirklich brauchbar?

Precision: P =Nane/ Ne  (A:relevante fiir Anfrage; F: gefundene Dokumente)

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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Abbildung 1 Schema zum Versténdnis von Recall und Precision. D: Menge aller Objekte. A:
Menge aller in Bezug auf eine Aufgabe/Anfrage interessanten Objekte (Objekte, die
gefunden werden sollen). F: Menge aller gefundenen Objekte, ANF: Menge aller

gefundenen und interessanten Objekte.

Weder Recall noch Precision allein erlauben es, die Qualitdt eines Systems zu bestimmen: der
Recall kann ganz leicht auf 1 gebracht werden, indem man alle Dokumente findet (und dann in
der Flut der Dokumente untergeht), die Precision l&sst sich ab besten erhéhen, indem das System
extrem restriktiv arbeitet (und dann die meisten interessanten Dokumente nicht findet).

Ein MaR dass Recall und Precision kombiniert, ist das F-Maf

1
F= 1

1
*Lia_g)xt
arprl-arg

Hier ist P die Precision, R der Recall, und a ein Wert, der zwischen 1 und 0 liegt, und die
Gewichtung der beiden Mal3e angibt — oft wird fiir a der Wert 0,5 gewdahlt.

Verrechnung von Recall und Precisionwerten: Mikrobewertung / Makrobewertung

Ublicherweise werden wir fiir unterschiedliche Anfragen auch unterschiedliche Recall- und
Precisionwerte erhalten. Wie geht man nun vor, wenn man den Recall bzw. die Precision fir das
Gesamtsystem ermitteln will. Hier gibt es prinzipielle zwei verschiedene Mdglichkeiten: ermittle
die durchschnittlichen Wert (ber alle Anfragen hinweg (Makrobewertung) bzw. berechne den
Wert uber die fir alle Anfragen gefundenen Dokumente (Mikrobewertung).

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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Dokumentenanzahl |Relevant [Gefunden |GefundenNRelevant |Precision Recall

1 D1 Al F1 Al1NF1 AINF1/F1 AINF1/A1

2 D2 A2 F2 A2NF2 A2NF2/F2  |A2NF2/A2

3 D3 A3 F3 A3NF3 A3NF3/F3 |A3NF3/A3

n Dn An Fn AnNFn AnNFn/Fn  |AnNFn/An

S S Al SFi >'(AINFi) S(AINFIi/Fi) |Y(AINFi/AI)

Tabelle 1 Tabelle  zur  Veranschaulichung der  Mikrobewertung  und

Makrobewertung von Recall und Precision

Mikrobewertung: Rechne alle Dokumentenzahlen zusammen, ermittle dann Precision bzw.

Recall. In der Tabelle 1 werden die Summen Y Ai (Recall) YFi (Precision) und Y (AiNFi) (beide) aus

der Reihe (S) verwendet, und aus diesen Summen der Recall- bzw. Precisionwert berechnet.

Makrobewertung: Berechne den Mittelwert aller Recall-/ bzw. Precisionwerte — d.h. verwende

die Summen Y (AiNFi/Fi) (Precision) bzw. Y (AiNFi/Ai) (Recall), teile sie jeweils durch i (Zahl aller

Wert in der Spalte).

Mikrobewertung und Makrobewertung liefern unterschiedliche Werte, wenn die Zahl der zu

findenden Dokumente fiir die unterschiedlichen Anfragen nicht gleich sind.

Beispiel: Nehmen wir an, wir haben 10 Anfragen. Fir neun der Anfragen gibt es jeweils ein

relevantes Dokument, diese wird auch gefunden. Recall & Precision sind jeweils 1.
Fur eine Anfrage gibt es 100 relevante Dokument; es werden nur 10 Dokumente
gefunden, davon ist nur eines relevant. Recall ist 1/100, Precision 1/10. Nach der
Makrobewertung ergibt sich der durchschnittliche Recallwert von 0,901, und die
Precision 0,91. Nach der Mikrobewertung gibt sich ein Recall von 1/11, eine Precision
von 10/19.

3 Textmerkmale zur Sprachenidentifizierung

Die folgenden Textmerkmale werden zu Spracherkennung herangezogen:
e Buchstaben/Schriftzeichen (Zeichensatz)
o Bsp.: Hiragana/Katakana - Japanisch

N-Gramme von Buchstaben/Bytes (meist Trigramme)

Wortteile (Prafixe, Suffixe)

Worter

(Wortsequenzen)

4 \Wortbasierte Sprachenerkennung

4.1 Training

Ziel: Extraktion einer Frequenzliste
- Trainingsmaterial: monolinguales Teilkorpus fir jede Sprache, die unterstiitzt werden
soll.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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- Abdeckung X Prozent des Trainingskorpus (mdglichst fiir alle Sprachen gleich)

Heuristiken zur Lexikonerstellung:
- Wort muss mindestens in N Dokumenten auftreten
- Stopwortliste (fur alle Sprachen): Worter aus der Stopwortliste werden nicht
aufgenommen (z.B. http, wikipedia ...)
- hochstens Lange N
- Konvertierung nach Kleinschreibung (Vorsicht: Zeichensatzkodierungserkennung!)

4.2 Datenstrukturen fur Worterbiicher

- sequentielle Suche auf Listen (Array)
o Ineffizient/zu langsam

- sortierte Arrays mit bindrer Suche

- Hash

- Trie

4.3 Berechnung der Ahnlichkeit eines Dokumentes mit den Trainingsdaten

4.3.1 'Naive' Losungen

Abgleichsmdglichkeiten mit dem Worterbuch
e Nachschlagen im Worterbuch und Zahlen der Treffer
e Nachschlagen im Worterbuch mit gewichteten Eintragen (basierend auf Wortfrequenz,
Wortlange und anderen Eigenschaften)
Trainingsparameter zur Erstellung des Worterbuchs
e jedes Wort hochsten bis n Vorkommen pro N Woérter berticksichtigen
e Abdeckung Uber das Trainingskorpus (laufende Worter)
e Konversion nach Kleinschreibung?

4.3.2 Vektoren und Vektoréhnlichkeit

Grundidee der Anwendung des Vektorraummodells in der Sprachenidentifizierung:
o Darstellung des Trainingskorpus fur jede Sprache als Dokumentenvektor
o Darstellung des zu erkennenden Dokuments als VVektor
e Ahnlichkeitshestimmung zwischen Vektoren

Vektoren konnen herangezogen werden, um den Kontext eines Wortes oder den Inhalt eines
Dokuments zu beschreiben.

Ein Vektor ist eine geordnete Menge von numerischen Werten mit N-Dimensionen. Um zwei
Vektoren vergleichen zu kdnnen, sollten sie dieselbe Anzahl von Dimensionen besitzen.
Folgendes etwa ist ein 3-dimensionaler Vektor

-
X=|3
0

Wie man sieht, wird ein Vektor durch einen Buchstaben mit einem Pfeil dartiber notiert.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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Spezialfall eines Vektors sind die sogenannten binaren Vektoren — sie sind eine geordnet Folge
von Nullen und Einsen (d.h. die Wert kénnen nur 0 und 1 sein):

1
X=|1
0

Als Vektor lasst sich nun jedes Dokument darstellen. Nehmen wir etwa folgende Matrix fir je ein
Dokument in drei Sprachen

Dokument/Kontext | kind go lampe der lachen
Englisches Dok. 3 4 0 1 0
Deutsches Dok. 2 1 2 3 3
Franzosisches 0 1 2 0 0
Dok.

Abbildung 2 Haufigkeitsmatrix fur drei Dokumente in unterschiedlichen Sprachen; Basis fiir
die Erstellung des Dokumentenvektors.

Das englische Dokument wird damit durch folgenden Dokumentvektor reprasentiert, wobei die
Dimensionen den Worter in obiger Matrix entsprechen:

3

bl
I

4
0
1
0

Anstatt der Haufigkeiten der Kontextwoérter koénnte man auch ihre bedingten
Wahrscheinlichkeiten, die logarithmierten Haufigkeiten oder anders gewichtete Werte eintragen.
Der Vektor konnte im Anschluss normalisiert werden (s.u.). In einen bindren Vektor kdnnte man
diesen Vektor umformen, indem alle Werte >0 gleich 1 setzt (also nur kodiert, ob eine Wort im
Kontext auftritt oder nicht).

Folgende Begriff werden noch bendtigt:

Lange eines Vektors

n
X= 22
i=1

(notiert mit zwei senkrechten Strichen): Die Wurzel aus den summierten Quadraten der Werte im
Vektor.

Normalisierter Vektor

Ein Vektor mit der Lange 1. Einige Rechenoperationen auf Vektoren erfordern normalisierte
Vektoren. Ein Vektor kann normalisiert werden, indem der Wert aller Dimensionen durch die
Vektorlange geteilt wird, also:

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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4.3.3 Ahnlichkeits- und AbstandsmaRe zwischen Vektoren

DOZENT: STEFAN LANGER

Fir zwei Vektoren lassen sich unterschiedliche Ahnlichkeits- und DistanzmaRe definieren.
Die wichtigsten sind in folgender Tabelle aufgelistet.

Mal} Definition Einschrankungen Anmerkungen
Einfache XNy nur bindre Vektoren Summe aller Eintrége
Ubereinstimmung in beiden Vektoren,
die 1 sind.
Dice-Koeffizient 2|)~( A y| nur bindre Vektoren Lénge der
R E—— Schnittmenge  beider
|X| + |Y| Vektoren durch die
Summe der Lénge
beider Vektoren
Jaccard-Koeffiziernt |y( A y| nur binare Vektoren
XUy
Euklidische Distanz n DistanzmaR!
|X_ y| = ],Z(Xi - yi)2
i=1
Manhattan-Metrik, L1- | n nach Manning-Schitze | Distanzmaf!
Metrik Z|Xi - yi| v.a. fur Vektoren, die | Senkrechte  Striche
i=1 bedingte sind hier

Wahrscheinlichkeiten
enthalten

Betragsstriche

Cosinus

Sind die Vektoren

X-y
T normalisiert  (L&nge
|X”y| 1) ist dieser Wert
gleich dem Skalar-
produkt
Skalarprodukt = Cosinus, nur fir

normalisierte Vektoren

Ausfihrlichere Darstellung des Vektorenmodells in der Sprachverarbeitung s. Manning-Schiitze

296ff, Kap. 8.5.1 f.

Sprechstunde: nach Vereinbarung nach dem Seminar
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5 N-Gramm Sprachenerkennung
s. Cavnar/Trenkle 2009

5.1 Grundidee

Als Einheiten der Erkennung werden nicht Worter, sonder N-Gramme von Zeichen oder Bytes
zur ldentifizierung herangezogen. In der Regel sind zur Sprachenerkennung Trigramme gut
geeignet.

5.2 Training

Aus den Trainingsdokumenten werden die hdufigsten Trigramme mit ihrer Frequenz extrahiert.
Daraufhin wird eine Frequenzliste mit den haufigsten Trigrammen erstellt. Entweder die Zahl der
Trigramme in der Frequenzliste oder die Abdeckung auf dem Trainingskorpus werden auf einen
bestimmten Schwellenwert gesetzt.

5.2.1 Ohne Zeichensatzerkennung

Sollen Texte nur in einer bestimmten Zeichensatzkodierung erkannt werden, kénnen Trigramme
von Buchstaben herangezogen werden. Bei der Erstellung der Liste werden Nicht-Wort-
Buchstaben auf ein Leerzeichen abgebildet; mehrere Leerzeichen werden auf eines reduziert;
Textanfang und Textende werde ebenfalls als Leerzeichen reprasentiert. Fir eine Text wie den
folgenden ergibt das etwas folgende Trigramme:

aber_kam_nicht_mehr_zurick.

_ab, abe, ber, er_, r_k,.... riic, iick, ck_

5.2.2 Mit Zeichensatzerkennung

Etwas schwieriger ist die Erstellung der Trigrammliste, wenn die zu erkennende
Zeichensatzkodierung nicht festgelegt ist.
Wir gehen davon aus, dass alle zu erkennenden Zeichensatzkodierungen ASCII-kompatibel sind,
d.h. ein Byte von 1-127 reprasentiert das entsprechende ASCII-Zeichen. In diesem Fall geht man
SO vor:
¢ Konvertierung der Trainingsdokumente in alle zu erkennenden Zeichensétze
e Extraktion von Byte-Trigrammen, nicht von Buchstaben-Trigrammen; dabei werden
ASCII-nicht-Wort-Buchstaben auf Blank gemappt, alle Bytes > 127 werden beibehalten.
o Erstellung einer Liste von Byte-Trigrammen flr jedes Sprachen-Kodierungspaar.

5.3 Erkennung der Sprache eines Dokuments (und der
Zeichensatzkodierung)

Bei der Erkennung der Dokumente mit dem N-Gramm-basierten Ansatz wir derselbe
Tokenisierungsalgorithmus verwendet wie beim Training.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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5.4 Vergleich von wortbasiertem und N-Gramm basiertem Ansatz

Wortbasiert

N-Gramm-Ansatz

Trainingskorpus muss nicht ganz sauber sein, da
manuelle Uberpriifung méglich

Sauberes Trainingskorpus

Aufwandiges Training, wenn manuell tberpriift

Training einfach

Nachtrégliche Uberpriifung und Korrektur
unproblematisch

Nachtrégliche Uberpriifung / Revision kaum
moglich, auBer Gber Trainingskorpus

relative groBe Datenbasis zur Erkennung

kleine Datenbasis

Neue Kodierungen einfach zu ergénzen

Konversion des Trainingskorpus nétig zur
Ergénzung von neuen Kodierungen

Schlecht geeignet fiir sehr kurze Dokumente oder
Listen seltener Worter

Auch fiir sehr kurze Dokumente geeignet

Nicht fiir Sprachen ohne durch Leerzeichen
markierte Wortgrenzen (Japanisch, Chinesisch...

Alle Sprachen

Sprechstunde: nach Vereinbarung nach dem Seminar

Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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6 N-Gramm-Modelle

(Dieses Kapitel basiert v.a. auf Manning/Schitze, Kap 6)

6.1 Ziele und Anwendungen

Ziel von N-Gramm-Modellen ist die Berechnung der Wahrscheinlichkeit einer Fortsetzung
aufgrund des Kontextes — bei Wort-N-Grammen geht es um die méglichen Fortsetzungen nach N-
1 Wortern des linken Kontextes:

Ich trinke ein Bier
WeiBbier
Wasser
Cola

Anwendungen fiir N-Gramm-Modelle tber Worter:

e Spracherkennungssysteme (automatische Umsetzung gesprochener in geschriebene
Sprache) — hier werden N-Gramm-Modell eingesetzt um unter verschiedenen
Kandidatenwdrtern, die durch die phonetische Komponente erkannt wurden, eine
Auswahl zu treffen;

o OCR (optical character recognition — Umsetzung gedruckter, eingescannter Texte in
elektronischen Text);

o Kommunikationshilfen - Wortvorschlagssysteme (z.B. bei Sprachbehinderungen) —
Systeme, die aufgrund der bisher eingegebenen TeildulRerung mdégliche Fortsetzungen
vorschlagen, um die Eingabe zu beschleunigen;

Fur Sprachenidentifizierungssystem interessieren wir uns aber fiir N-Gramme Uber Zeichen
(wenn die Zeichensatzkodierung bekannt ist) oder tiber Bytes (wenn gleichzeitig die
Zeichensatzkodierung erkannt werde soll. Ziel ist die Ermittlung der Wahrscheinlichkeit einer
gegebenen Sequenz von Zeichen/Bytes zu einer bestimmten Sprache zu gehdren.

6.2 Algorithmen

Die Grundidee bei der Anwendung von N-Gramm-Modellen ist die Ermittlung der
Wahrscheinlichkeit einer Einheit, auf Basis einer Anzahl von vorausgehenden Einheiten. Wenn
man (inklusive der zu bestimmenden Einheit) N Einheiten zur Berechnung heranzieht, spricht
man von einem N-Gramm-Modell: Wird nur eine Einheit des linken Kontextes herangezogen,
spricht man also von einem Bigrammmodell, sind es zwei, hat man ein Trigrammmodell. Die
einfachsten Algorithmen verwenden ausschliellich ein  N-Gramm-Modell, komplexere
Algorithmen verrechnen z.T. verschiedene Werte.

Ein N-Gramm-Modell muss zunéachst trainiert werden, d.h. vor dem Einsatz muissen die Werte
ermittelt werden, die spater verwendet werden sollen.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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6.2.1 Einfache N-Grammmodelle

Fur N-Gramm-Modelle wird die bedingte Wahrscheinlichkeit eines N-Gramms, gegeben die
Wahrscheinlichkeit der n-1 Worter zuvor berechnet. Beide Wahrscheinlichkeiten entsprechen
wieder den relativen Haufigkeiten. Da die Wahrscheinlichkeiten sich aus der Gesamtzahl aller N-
Gramme M im Nenner errechnen (d.h. p(N-Gramm) = Cngamm/M) kann man die
Wahrscheinlichkeit aus der Zahl der N und N-1-Gramme berechnen (c ist hier die Anzahl der N-
Gramme):

p(Wl"Wn) _ C(Wl"Wn)

p(Wl"Wn—l) C(Wl"Wn—l)
Will man nur das wahrscheinlichste Wort berechnen (argmax) - d.h. c(wji...wy) ist konstant —
reicht es aus den Wert c(w;...w,) heranzuziehen (d.h. das hédufigsten N-Gramm gibt die beste
Vorhersage fiir das letzte Wort den N-Gramms, wenn die Worter zuvor bereits bekannt sind).
Probleme: Wenn wir die Wahrscheinlichkeit eines Wortes im Bigramm,- Trigramm- oder
4.Gramm-Modell berechnen, stoflen wir auf das Problem, dass viele Trigramme und noch mehr
4-Gramme noch nicht beobachtet wurden, d.h. sehr viele Einheiten erhalten in die
Wahrscheinlichkeit 0 zugewiesen. Dies ist aber nicht unbedingt wiinschenswert, da auch noch
nicht beobachtete N-Gramme eine gewisse Wahrscheinlichkeit zugewiesen bekommen sollten.
Prinzipiell gibt es zur Losung dieses Problems zwei Mdoglichkeiten:

1. Wahrscheinlichkeiten werden auch fiir nicht beobachtete N-Gramme vergeben

p(Wn | Wl"Wn—l) =

2. N-1, N-2 etc-Gramme miteinbeziehen
a. Verrechnung der Wahrscheinlichkeiten
b. Verwendung des Modell mit dem groRten N

Wahrscheinlichkeiten an nicht beobachtete N-Gramme

PLap (Laplace-Wahrscheinlichkeit)— Zur Haufigkeit jedes N-Gramms wird 1 hinzugezahlt; d.h.
nicht beobachtete N-Gramme erhalten die Haufigkeit 1. eins. Die Wahrscheinlichkeit eines N-
Gramms wird folgendermal3en berechnet:

plap (Wl"Wn) = M
M+B

Hier ist M die Gesamtzahl aller Bigramme (Summe aller c), B die Zahl aller unterschiedlichen
Bigramme. Das Problem ist hier, die zu hohe Wahrscheinlichkeiten fiir noch nicht beobachtete
N-Gramme
PLig (Lidstone) Dies ist dasselbe Verfahren, nur wird nicht 1, sondern ein Faktor A hinzugezihlt,
der z.B. Y2 betragen kann:

c(w,..w,)+ 4

S (WLW) =
plld( 1 n) M+EB

Einsatz des N-Gramm-Modells in der Sprachenidentifizierung

Berechne die Wahrscheinlichkeit flr jede Fortsetzung;

Verrechne die Wahrscheinlichkeiten:
- indem die Wahrscheinlichkeit fir die Gesamtsequenz ermittelt wird
- indem die durchschnittliche Wahrscheinlichkeit ermittelt wird.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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Kombinationen der Wahrscheinlichkeiten ftr unterschiedliche N
Fur die Kombination von einfachen Wahrscheinlichkeiten, Bigrammen, Trigrammen etc. gibt es
prinzipiell zwei verschiedene Maoglichkeiten:

o verwende alle Modelle gleichzeitig und verrechne die Wahrscheinlichkeiten;

o verwende das Modell mit dem hochsten N, das noch verninftige Ergebnisse liefern

koénnte (d.h. wo die Frequenz hoch genug ist).
[ ]

Zunéchst eine Formel zur Verrechnung verschiedener Modelle:
pcomb (Wn | Wl"Wn—l) = A:L p(Wn) +..t+ ﬂ“n—l p(Wn | W2‘.Wn—1) + ﬁ“n p(Wn | Wl..Wn—l)
dabei gilt YA =1

Die Werte fiir A geben das Gewicht der Modelle fiir verschiedene Ns an.

Backing off

(Manning-Schiitze 219f).

Die Grundidee hier ist, dass ein N-Gramm-Modell mit hdherem N nur verwendet wird, wenn
genugend Daten (d.h. gentigend N-Gramme) zur Verfiigung stehen. Sonst wird das Modell mit N-
1 gewdhlt. Die groBte Schwierigkeit hier ist es, die Wahrscheinlichkeiten so zu verteilen, dass bei
der Gesamtwahrscheinlichkeit fur alle Fortsetzungen wieder 1 herauskommt.

Sprechstunde: nach Vereinbarung nach dem Seminar Elektropost des Dozenten: stefan.langer@cis.uni-muenchen.de
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