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Vorlesung Knowledge Discovery

Funktionslernen

Gegeben:
Beispiele X in LE

« die anhand einer Wahrscheinlichkeitsverteilung P auf X erzeugt wurden
und

* mit einem Funktionswert Y = t(X) versehen sind (alternativ: Eine
Wahrscheinlichkeitsverteilung P(Y|X) der moglichen Funktionswerte -
verrauschte Daten).

H die Menge von Funktionen in LH.
Ziel: Eine Hypothese h(X) e H, die das erwartete Fehlerrisiko R(h) minimiert.

Risiko:

R(h) = Q(x,h)P(x)
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Beispiel: Funktionenlernen

v

20%

H={f,|f,(x)=1, firx>a, f,(x) =-1 sonst, acR}

R(fo) = 0,25 +0+ 0’20 = 0’45
R(f,) =0+0+0,20 =0,20
R(f;5) =0+0,5+0,05 =0,55
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Reale Beispiele

Klassifikation: Q(x,h) =0, falls t(x) = h(x), 1 sonst
» Textklassifikation (x = Worth&ufigkeiten)
 Handschriftenerkennung (x = Pixel in Bild)
* Vibrationsanalyse in Triebwerken (x = Frequenzen)
* Intensivmedizinische Alarmfunktion (x = Vitalzeichen)
Regression: Q(x,h) = (t(x)-h(x)))?
« Zeitreihenprognose (x = Zeitreihe, t(x) = néchster Wert)
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Erinnerung: Minimierung des beobachteten Fehlers

Funktionslernaufgabe nicht direkt I6sbar. Problem:
* Die tatsachliche Funktion t(X) ist unbekannt.
» Die zugrunde liegende Wahrscheinlichkeit ist unbekannt.

Ansatz:

* eine hinreichend groRRe Lernmenge nehmen und flr diese den
Fehler minimieren.

= Empirical Risk Minimization
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Beispiel

Vorlesung Knowledge Discovery

Beispiel 11
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Probleme der ERM

» Aufgabe ist nicht eindeutig beschrieben: Mehrere Funktionen
mit minimalem Fehler existieren. Welche wahlen?

» Overfitting: Verrauschte Daten und zu wenig Beispiele fiihren
zu falschen Ergebnissen.
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Die optimale Hyperebene

« Beispiele heiflen linear trennbar, wenn es eine
Hyperebene H gibt, die die positiven und negativen
Beispiele voneinander trennt.

¢ H heil3t optimale Hyperebene, wenn ihr Abstand d
zum néchsten positiven und zum néchsten negativen
Beispiel maximal ist.

¢ Satz: Es existiert eine eindeutig bestimmte optimale
Hyperebene.
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Grundbegriffe li

Der Normalenvektor steht senkrecht auf allen
Vektoren der Hyperebene. Es gilt:

>0 falls x im positiven Raum
=0 falls x auf H

<0 falls x im negativen Raum

w*x+b
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w*x+b=0

Skalieren von w
und b, so dass
|w*x+b|=1 fiir
alle Beispiele am
ndachsten zur
Hyperebene.
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Separierende Hyperebene

Beispiele in Form von Vektoren x aus Rp und

Klassifikation y=+1 (positive Beispiele) oder
y=-1 (negative Beispiele)

E={ [x1y1]. [X2.y2), ) [Xm Y]}

Separierende Hyperebene H:

positive Beispiele im positiven Halbraum,

negative Beispiele im negativen Halbraum,

x*w+b=0 fiir Punkte auf der Hyperebene.

Der Abstand von H zum Ursprung ist b / | |w] |
Die Separierbarkeit erfiillen viele Hyperebenen.
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Margin fiir separierbare Beispiele

Abstand d, von H zum ndchsten positiven Beispiel
Abstand d. von H zum ndchsten negativen Beispiel

Margin: d, + d.

H1 X *w+b2+1beiy, =+1
H2 X *w+b<—lbeiy =-1
zusammengefasst:  Vx, :y (w*x, +b)=1>0

Der Abstand von H1 zum Ursprung ist |1-b | / ||w]]|
Der Abstand von H2 zum Ursprung ist |-1-b | / | |w]]
d.=d.=1/[|w|| und margin=2/ ||w]|
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* Per Konstruktion liegt kein Beispiel

Margin

H1 und H2 sind parallel, haben
denselben Normalenvektor w.

zwischen H1 und H2.

Um 2 / ||w|| zu maximieren, mussen
wir ||w|| minimieren.

Die Nebenbedingungen miissen
eingehalten werden:

Vi:y.(x *w+b)—120

Vorlesung Knowledge Discovery

14

Minimieren der Lange
1

Um die geometrische Breite |+ zu maximieren, miissen
wir die Ldnge von w minimieren.

Wir konnen genauso gut w*w minimieren.

So finden wir nun eine eindeutige Hyperebene aus den
vielen maglichen trennenden.

Fiir alle Beispiele ist sie richtig: f(x;)>0 gdw. y>0

Wir konnen sie anwenden, um neue unklassifizierte
Beobachtungen zu klassifizieren:

f(x)=w*x+b

das Vorzeichen gibt die Klasse an.
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* Htrennt (x;y), y;e{+1}
» Hist optimale Hyperebene f(x;) > 1, wenny; =1

Berechnung der opt. Hyperebene

H = {x | w*x+b = 0} . f(x)>0cy,>0

e ||w|| minimal und

* Hyperebene e Entscheidungsfunktion f(x) = w*x+b

f(x;) < -1, wenny; = -1

Vorlesung Knowledge Discovery
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Optimierungsaufgabe der SVM

e Minimiere ||w/|[?
* sodass fiir alle i gilt:
f(x;) =w*x+b >1 fury; =1 und
f(x;) = w*x+b <-1 fury; =-1
« Aquivalente Nebenbedingung: y;*f(x;) > 1
» Konvexes, quadratisches Optimierungsproblem = eindeutig in
O(nd) loésbar.
o Satz: ||w|| = 1/d, d = Abstand der optimalen Hyperebene zu den
Beispielen.
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Lagrange-Funktion

+ Sei das Optimierungsproblem gegeben, f(w) zu
minimieren unter der Nebenbedingung g;(w)=0
i=1,...,m, dann ist die Lagrange-Funktion

m

LOw,@) = f(W) =Y 08, (W)

* Dabei muss gelten o, =0

* Fir Ungleichheitsbedingungen werden o-
Multiplikatoren eingefiihrt, Gleichheitsbedingungen
werden direkt eingesetzt.

+ Es st leichter, Vektor a zu bestimmen, als direkt
nach der Erfillung der Bedingungen zu suchen.
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Optimierungsfunktion als Lagrange

* Minimiere L(w,b,o)!

m

Lw,b,a)= é”uﬂz - Z a,(v,(x, *w+b)-1)
i=l

Eine optimale Losung zeichnet sich durch die
folgenden notwendigen Bedingungen an o aus:

m

W= oy, Z oy, =0
par =l

* L soll beziiglich w und b minimiert, beziiglich
maximiert werden.
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Karush-Kuhn-Tucker Bedingungen

Fir das primale Optimierungsproblem gelten die KKT
Bedingungen gdw. w, b, o die Lésung ist.

a - A —
Lw,b,ot)=w, — E ayx, =0 v=1..d
aw‘, ( ) i V -

d
gL(_w, bo)==Y oy, =0

y(x, *w+ b)—r 120
Vi:a, 20
Vi o (y,(w*x, +b)-1)=0
i Beispiele, v Attribute der Beispiele=Komponenten der Vektoren
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Duales Problem

+ Die Gleichheitsbedingungen werden in L(w,b,o)
eingesetzft.

- Der duale Lagrange-Ausdruck L(o) soll maximiert
werden.

+ Das Minimum des urspriinglichen
Optimierungsproblems tritt genau bei jenen Werten
von w,b,o. auf wie das Maximum des dualen Problems.
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Umformung
% w*u ia I)"',- (..\‘,. *w+b) —1]
l mn n

o w*n Za v, (x, *w+b) + Za’f
] m m F;l

— ;u *n Za’ VX, *w —Za’._vfl} +Za{.
j i=1

1

— ‘* b — ) :{: )

= ;‘r’l' hl % af.‘]'r.xf. W + E (I‘;
< i-1

i=1

m

Bei gutem o muss gelten 0=> a,y,
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Umformung |l

- Es gilt fiir optimalen Vektor o w=>)a,y,x, wir ersetzen
i=1
l m |l m
51\‘* W —Za}._v,..\; *y +Z(I,.
ji i=l
m n m m m
i . ¥ — £
==Y aayyx*x, = >aoyyxEx, +>.q,
i=1 j=I i=1 j=I i=1
m l n m
:+Za;. —EZZQ‘;Q‘JI’__I’J\”’*\
i=1 i=l j=1

* Mit den Nebenbedingungen:

m

0= Z]ﬂ’:.“r und 0,0
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SVM Optimierungsproblem

*  Maximiere
unter O < ¢ fi.ir‘ alle i und Yoy, =

n n

L(a) = Z(z—l221 y a’(z( _})

i=l j=1

Fir jedes Beispiel gibt es ein o in der Losung.
- 0 = o, heiBt, dass das Beispiel x; im passenden Halbraum liegt.
- 0 < o heiBt, dass das Beispiel x; auf H1 oder H2 liegt (Stiitzvektor).
+ Esgilt w= Xoyx,
- Also f(x) = Zoyy,(x.*x)+b
- Also ist der beste Normalenvektor w eine Linearkombination
von Stiitzvektoren (0,20).
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Optimierungsalgorithmus

s = Gradient von W(a.) I's; = 2a(X*x;)
while(nicht konvergiert(s)) Il auf € genau
WS = working_set(s) I suche k ,,gute” Variablen
o = optimiere(WS) Il k neue a-Werte
s = update(s, o) Il s = Gradient von W(a.")

 Gradientensuchverfahren
» Trick: Stutzvektoren allein definieren Losung
* Weitere Tricks: Shrinking, Caching von X;*;
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Was wissen wir jetzt?

Maximieren des Margins einer Hyperebene ergibt
eine eindeutige Festlegung der optimalen frennenden
Hyperebene.

Dazu minimieren wir die Ldnge des Normalenvektors
w.

- Formulierung als Lagrange-Funktion

- Formulierung als duales Optimierungsproblem

Das Lernergebnis ist eine Linearkombination von
Stitzvektoren.

Mit den Beispielen miissen wir nur noch das
Skalarprodukt rechnen.
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Nicht linear trennbare Daten

* In der Praxis sind linear trennbare
Daten selten.

* 1. Ansatz: Entferne eine minimale
Menge von Datenpunkten, so dass

die Daten linear trennbar werden .

(minimale Fehlklassifikation). . o o t)
 Problem: Algorithmus wird 7 ‘

exponentiell. o - T
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Weich trennende Hyperebene

Praktikable Losung, wenn Daten ,,fast* linear separabel sind:

» Wahle Ce®R,, und minimiere HWH2 + Czn:‘fi
i=L

* sodass fir alle i gilt:
f(x;) = w*x+b > 1-&; fury; =1 und
f(x;) = w*Xx+b < -1+¢; fury,;=-1

« Aquivalent: y,*f(x,) > 1- §;
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Bedeutung von & und o

/ /
/ /
7 7 ®
[I ., \ azO, azo
/ /
/, /, \
K K £=0, 0<a<C
/ /
/ /
l o «—r—0<E<1, 0<a<C
&1, u=C —— ;
/ /
/ /

fx)=-1 f(x)=0 f(x)=1

Beispiele x; mit >0 heif3en Stlutzvektoren = SVM
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Kernel-Methoden

*  Problem: Daten sind oft nicht linear trennbar.

e Ldsungsidee:
1. Nicht-lineare Einbettung in einen héher-dimensionalen Raum
2. Dort Suchen der optimal trennenden Hyperebene
3. Riicktransformation
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Kernel-Methoden

Beispiel:
¢: R? — R® mit ¢, (X)=xy , $,(X)=X; , d5(X)=X3 ,
04(0)=(X1)% d5(X)= X1 X5 , $e(X)= X1 X3,

fur x=(x;, X, X3) € R3.

Eine trennende Hyperebene im RS hat die Form d(z) =wz+b.

Wir l6sen das Problem fiir w und b und lbersetzen die Lésung
zurick:

d(z) = W,Z;+W,Z,+W3Z5+W, 2, HWiZ+WeZ+h
= WXy HWoXp WXt Wy (Xq) W5y Xo+ Wiy Xg+D
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Kernel-Methoden

Probleme:
» Welche Einbettung verwenden?
* Das Skalarprodukt im hochdimensionalen Raum ist teuer.

Losung: Kernel-Funktion:
+ Die Trainingsdaten tauchen nur in der Form ¢(x;)-¢(x;) auf.
« Eine Kernelfunktion K(x;,x;) ist eine Funktion mit K(x;,x;) = ¢(x;)-¢(x;).
« Sie kann im niedrigdimensionalen Raum berechnet werden!

Typische Kernelfunktionen:
« K(x, %) = e - xjl[?/20?
* K(x;,%;) = tanh(icx;-x; -5)
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